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 Введение 

Целью преподавания курса является обучение базовым навыкам в области анализа и обработки экспериментальных данных, в частности погружения в новые программные среды статистической обработки. В программу включены как общеобразовательные, так и технологические аспекты изучения этой дисциплины. Главная задача курса состоит в выработке необходимых навыков логического мышления для взаимодействия с компьютерным интерфейсом, приобретении теоретических и практических базовых знаний в области программные систем статистической обработки данных. В ходе изучения курса необходимо познакомиться с приемами работы в среде специальных компьютерных математических программных систем (МОСЭС, SAS, ОТЭКС, СОРРА и других), освоить основы работы с ними в процессе анализа и обработки данных, осознать их достоинства и недостатки, а также ориентированность.

Современный уровень развития компьютерных и информационных технологий характеризуется возрастающей сложностью не только отдельных физических и программных компонентов, но и лежащих в основе этих технологий концепций и идей.

В данном пособии основное внимание уделяется изложению материала по основам анализа и обработки данных в среде специальных компьютерных математических программных систем.

Пособие предназначено для студентов специальности «Прикладная математика» математического факультета и других специальностей.

Тексты лекций ставят своей целью оказание помощи студентам в усвоении студентами основ технологии применения методов прикладной статистики и навыков работы с соответствующими прикладными пакетами.

Раздел 1 Интеллектуальные информационные системы
Тема 1 Опыт создания интеллектуализированного программного обеспечения по многомерному статистическому анализу

1.1 Проблемы и опыт создания интеллектуализированного программного обеспечения по многомерному статистическому анализу

1.2 Интеллектуальные возможности статистической экспертной системы и основные вопросы, возникающие при ее создании

1.3 Серия методо–ориентированных статистических экспертных систем (серия МОСЭС)

1.4 Общая логическая схема построения диалога «пользователь–ЭВМ»
1.1 Проблемы и опыт создания интеллектуализированного 
программного обеспечения по многомерному статистическому анализу

Что такое «интеллектуализация программного обеспечения» и почему она нужна в прикладной статистике.
Как известно, конечной целью общей программы разработки ЭВМ пятого поколения является создание компьютеров, в которых будет реализован такой резкий скачок их интеллектуальных возможностей, в результате чего машина сможет непосредственно «понимать» задачу, поставленную перед ней непрофессиональным пользователем на естественном языке, т. е. с помощью речи, чертежей, схем, графиков и т.п.
В этой общей программе можно выделить четыре основных направления разработок:
1) развитие элементной базы (в частности, уже сегодня реально решение задачи достижения плотности «упаковки» порядка нескольких тысяч вентилей на одном кристалле);
2) разработка новой архитектуры (и в первую очередь архитектуры с многими параллельными потоками команд и обрабатываемых данных, предусматривающей, в частности, использование спецпроцессоров);
3) совершенствование программной технологии (и в частности, разработка языков высокого уровня для параллельной обработки данных);
4) интеллектуализация, т. е. оснащение ЭВМ системой решения задач и логического мышления, обеспечивающей способность машины к самообучению, ассоциативной обработке информации и получению логических выводов, что в конечном счете позволит резко повысить уровень «дружелюбия» машины по отношению к пользователю.
Именно в русле ключевых задач пятого направления лежат проблемы разного уровня интеллектуализации прикладного (проблемно– и методо–ориентированного) программного обеспечения (ППО). Экспертные системы принято относить к одной из основных форм высшего уровня интеллектуализации. Их создание связано в первую очередь с разработкой методов и средств формализации и ввода знаний в компьютерные системы (круг этих вопросов составляет содержание специальной дисциплины – так называемой «инженерии знаний») и манипулирования введенными знаниями.
Таким образом, проблематику, связанную с разработкой экспертных систем, можно отнести кругу ключевых вопросов решения общей программы создания ЭВМ пятого поколения. Однако следует подчеркнуть разницу в уровне дружелюбия, характеризующем экспертную систему и ЭВМ пятого поколения: услугами последней смогут пользоваться лица, не имеющие опыта работы с ЭВМ, в то время как для работы с экспертной системой все–таки должна быть определенная профессиональная подготовка.
В дополнение к сказанному необходимо остановиться на еще одном факторе, стимулирующем развитие работ в области создания именно статистических экспертных систем (СЭС).
Дело в том, что бурно возрастающие объемы информации, требующие грамотной статистической обработки, и почти столь же интенсивно растущее количество промышленного (и коммерчески распространяемого) статистического программного обеспечения (СПО). в основном в виде специализированных пакетов, находятся в явном дисбалансе с относительно медленно растущей численностью квалифицированных специалистов в области прикладной статистики. Это общая тенденция, но в странах СНГ она проявляется особенно остро.
В результате катастрофически нарастающее число лиц, не являющихся специалистами в области статистического анализа данных, использует СПО независимо от того, получили ли они одобрение специалистов по прикладной статистике и нужно ли это для успешного решения стоящих перед ним задач. Это в свою очередь является причиной развития опасного процесса роста доли неквалифицированного, порой безграмотно–спекулятивного использования СПО, что приводит к дискредитации аппарата прикладной статистики, наносит вред делу.
Распространение опыта специалистов по прикладной статистике в виде СЭС, нацеленных на подсказки и машинное ассистирование, в первую очередь в области предмодельного (разведочного) анализа данных, выбора подходящих моделей и нужной последовательности применяемых методов, интерпретации промежуточных и конечных результатов статистического анализа позволит в какой–то мере ослабить развитие упомянутого опасного процесса роста неквалифицированного использования СПО и смягчить причину этого процесса–дисбаланса между потребностью в квалифицированных специалистах по прикладной статистике и их фактическим наличием.
И наконец, о социальном аспекте проблемы создания СЭС. В этой связи следует упомянуть о наличии (в рядах специалистов по прикладной статистике) определенной доли скептиков и даже явных противников, которые считают, что СЭС снижают потребность в знаниях живых специалистов, в какой–то мере заменяют и вытесняют их, выступают в качестве их конкурентов; следовательно, необходимо устраниться от участия в работах по созданию СЭС.
В действительности СЭС позволяет существенно повысить лишь средний, так сказать «ширпотребовский», уровень использования статистических методов анализа данных. Им в настоящее время обладает выросшая в последние десятилетия целая армия особого рода пользователей – «смежников», которые, как правило, «понемногу» ориентируются и в предметной области, в рамках которой решаются соответствующие статистические задачи (в экономике, социологии, медицине, геологии, технике и т.д.), и в инструментарии прикладной статистики, не являясь профессионалами ни там, ни здесь. Вот для этой армии работников кондиционные СЭС действительно представляют угрозу, так как при наличии хороших СЭС этих работников с пользой для дела целесообразно заменить специалистами–профессионалами соответствующих предметных областей.
Что касается профессионалов–статистиков, то создание и распространение СЭС лишь позволит высвободить часть их рабочего времени, отводимого для выполнения функций специалиста средней квалификации (в основном рутинного характера), и переключить его на решение задач более высокого профессионального уровня. Если к этому добавить продуманную систему экономического стимулирования работ профессионалов–статистиков в области создания СЭС, то их заинтересованность в развитии этих работ станет не только профессионально–органичной, но и активной.
1.2 Интеллектуальные возможности статистической экспертной 
системы и основные вопросы, возникающие при ее создании
Создатели большинства известных к настоящему времени статистических экспертных систем ставили перед собой задачу обеспечить пользователю СЭС машинное ассистирование по следующему кругу вопросов:

1) подсказки по существующим литературным, методическим и программным материалам, относящимся к специфике решаемой задачи;
2) советы в выработке адекватных исходных допущений о природе обрабатываемых данных и в выборе общего вида модели;
3) предложение «меню» подходящих методов статистической обработки с пояснением (в случае запроса пользователя) их сущности, особенностей, сфер применимости;
4) подсказки в построении технологической цепочки статистических процедур и алгоритмов, из которых должна состоять основная обрабатывающая (счетная) программа, и ее автоматическая реализация на ЭВМ;
5) помощь в проведении осмысления и интерпретации промежуточных и конечных результатов статистического анализа и (в случае необходимости) в выработке корректирующих управляющих команд к проведению дальнейшего статистического анализа;
6) помощь в выборе форм представления результатов проведенного статистического анализа.
Основной круг пользователей, на который рассчитаны подобные СЭС, это прикладные статистики и математики разного уровня квалификации, а также специалисты предметных областей (экономисты, социологи, медики, инженеры и т. д.), обладающие вероятностно–статистической подготовкой в объеме экономического или технического вуза.
В процессе создания СЭС разработчикам приходится последовательно анализировать серию вопросов (и уточнять их решение). На какого именно пользователя (предметная область, уровень квалификации) ориентирована создаваемая статистическая экспертная система, каковы конечные прикладные цели разработки и требования к уровню ее интеллектуализации? Какова структура функционального наполнения и сценария диалога СЭС? Какова главная концептуальная направленность (базовый методологический принцип) создаваемого машинного ассистирование (консультации в выборе и реализации используемых статистических методов, помощь в выборе стратегии статистического исследования и т.д.)? Какие именно технические средства целесообразно привлечь для реализации создаваемой СЭС? Какие типовые и оригинальные программные средства и алгоритмические языки необходимы для создания СЭС? Какие средства интеллектуального ассистирования и интерактивного режима необходимы для построения СЭС? В какой мере возможно использование существующих, а в какой – необходима разработка новых методов и средств формализации и ввода знаний в компьютерные системы, манипулирования введенными знаниями? Как проводить апостериорную оценку уровня интеллектуализации созданной СЭС?
1.3 Серия методо–ориентированных статистических экспертных систем (серия МОСЭС)

Серия методо – ориентированных статистических экспертных систем состоит из определенного числа автономных СЭС, каждая из которых может быть использована для решения задач различных предметных областей (экономики, социологии, медицины, техники и т.п.), объединяемых лишь общностью необходимого для их решения статистического инструментария. Другими словами, каждая отдельная экспертная система серии реализует статистический инструментарий одного из разделов прикладной статистики: СЭС по регрессионному анализу, СЭС по классификации объектов и признаков, СЭС по разведочному статистическому анализу и т.п., и в этом смысле может быть отнесена к методо –ориентированным. Допускается включение в серию и отдельных проблемно– и методо –ориентированных СЭС, т. е. СЭС, предназначенных для решения задач определенной предметной области. Но при этом они требуют использования лишь однородного статистического инструментария (например, в экономике это могут быть СЭС по решению систем одновременных эконометрических уравнений или по построению и анализу производственных функций: обе эти системы основаны, в инструментальном плане, на статистическом аппарате регрессионного анализа и анализа временных рядов).
Общность различных автономных СЭС, составляющих серию, заключается в их совместимости, а также в возможности расширяемости серии.
Совместимость различных компонентов серии состоит в одинаковой ориентации на тип пользователя и уровень интеллектуализации; общности базового методологического принципа создаваемого в СЭС машинного ассистирования; общности технических и программно–инструментальных средств, на базе которых создается СЭС; возможности взаимных ссылок (т. е., например, пользователь СЭС по регрессионному анализу в процессе диалога с машиной может получить от нее на какой–то стадии решения своей задачи совет произвести такую–то процедуру статистической обработки с помощью, скажем, СЭС по классификации из данной серии).
Возможность расширяемости серии, т. е. ее пополнения новыми СЭС, сопряжена лишь с необходимостью соблюдения при конструировании новой СЭС вышеупомянутых условий совместимости.
Ниже приводится краткое описание функционального наполнения компонентов серии методо–ориентированных экспертных систем – «Серии МОСЭС». При выборе разделов прикладного статистического анализа разработчики руководствовались, помимо профессиональных пристрастий и имеющихся научных заделов, интересами экономических и социально–экономических приложений.
1 МОСЭС–АВР – методо–ориентированная статистическая экспертная система по анализу временных рядов. Необходимость текущего, оперативного анализа динамики показателей, характеризующих состояние или функционирование системы (экономической, технической и т. п.) – одна из наиболее распространенных черт характера деятельности многомиллионной армии плановых и управленческих работников на разных иерархических уровнях экономики. Такого же типа задачи постоянно возникают и в разнообразной практике исследовательской деятельности. Здесь и задачи сглаживания временных рядов, их разложения на трендовую, периодическую (сезонную) и случайную составляющие, их экстраполяции (прогноз), улавливания моментов и характера резких структурных сдвигов и т.д. Именно на решение таких задач нацелена МОСЭС–АВР.
2  МОСЭС–РАЗВАД – методо–ориентированная статистическая экспертная система по разведочному анализу данных. В практике статистических исследований сложилась печальная традиция (ей, правда, можно найти объективное историческое объяснение), в соответствии с которой важнейший, ключевой этап формирования и обоснования исходных рабочих допущений, закладываемых в основание модели генерирования обрабатываемых статистических данных, как правило, игнорировался. Схема подобных исследований строилась примерно так: «будем полагать (или «есть основания считать»), что анализируемая регрессионная зависимость линейна и характеризуется независимыми и нормально распределенными случайными остатками. Тогда...». На самом деле обрабатываемые статистические данные могут быть не только не нормальными и не независимыми, но и не однородными (в регрессионном смысле). Именно мимо таких «натяжек» в исходных допущениях и приходилось проходить исследователям. Интенсивно развиваемый в последние десятилетия аппарат разведочного анализа и, в частности, такие его методы, как целенаправленное проецирование многомерных данных, как раз и нацелены на всестороннее предварительное «прощупывание» исходных данных с целью формирования адекватных рабочих предположений об их вероятностной и геометрической природе, о механизме их генерирования. К настоящему времени в мире имеются считанные единицы программных продуктов, реализующих этот аппарат, и ни одной (по [1]) экспертной системы. Сказанное мотивирует выбор разведочного анализа в качестве «начинки» для одного из компонентов «Серии МОСЭС». В МОСЭС–РАЗВАД, в частности, реализованы методология и значительная часть математического инструментария, описанного в [1].
3  МОСЭС–РЕГРАН – методо–ориентированная статистическая экспертная система по регрессионному анализу. Статистический аппарат, позволяющий выявлять и описывать зависимость некоторого количественного результирующего показателя от набора объясняющих переменных, составляет содержание регрессионного анализа и относится, бесспорно, к наиболее широко и часто эксплуатируемому в разнообразных приложениях статистическому инструментарию. Особая актуальность интерактивного диалогового режима общения с ЭВМ в процессе использования этого аппарата связана с реализацией таких его слабо формализованных этапов, как подбор подходящих преобразований для переменных модели, выбор ее общего вида, исследование явления мультиколлинеарности, анализ влияния резко выделяющихся наблюдений и т.п. Именно в эти моменты «беседа» с СЭС и ее подсказки особенно ценны для пользователя. В обоснование мотивировки выбора этого раздела прикладной статистики в качестве «начинки» одного из компонентов «Серии МОСЭС» следует включить и необходимость программно–вычислительной реализации последних теоретико–методических разработок в данной области и весьма высокую частоту ссылок на этот раздел других компонентов «Серии МОСЭС». В МОСЭС–РЕГРАН реализованы методология и математический инструментарий, описанные в [1, стр.562].
4  МОСЭС–КЛАСС – методо–ориентированная статистическая экспертная система по классификации объектов и признаков. Наряду с регрессионным анализом статистические методы классификации (распознавания образов, дискриминантного анализа, автоматической классификации, кластер–анализа и т.п.) относятся к наиболее широко и часто эксплуатируемому в приложениях, и в первую очередь в экономических и социально–экономических приложениях, статистическому инструментарию. Задачи выявления типологии и типообразующих признаков, технической и медицинской диагностики, предварительной обработки массивов информации с целью их разделения на однородные (в определенном смысле) порции и многие др. обслуживаются методами именно этого раздела ПСА. Продвинутость отечественных теоретико–методических разработок в данной области позволяет рассчитывать на достаточно высокую конкурентоспособность (по меньшей мере по своему функциональному наполнению) данного программного продукта. В МОСЭС–КЛАСС реализованы методология и математический инструментарий, описанные в [1, стр. 562].
5  МОСЭС–СЭУ – проблемно– и методо–ориентированная статистическая экспертная система по решению и анализу систем одновременных эконометрических уравнений. В ней реализованы методология и математический инструментарий, описанные в [1, стр. 562].
6  МОСЭС–ПАПРОФ – проблемно– и методо–ориентированная статистическая экспертная система по построению и анализу производственных функций. Производственные функции, как известно, позволяют в cжатой математической форме представить характерные для анализируемой экономической системы (предприятия, отрасли, всего народного хозяйства) соотношения между объемом выпускаемой продукции, с одной стороны, и размерами основных производственных ресурсов (включая факторы научно–технического прогресса) – с другой. Используемый для их построения и анализа статистический аппарат – это регрессионный анализ и анализ врёменных рядов. 

Конечный пользователь «Серии МОСЭС» и характер ее интеллектуализации. «Серия МОСЭС» адресуется как статистику, так и пользователю, не статистику, который, с одной стороны, уже располагает постановкой задачи и четко представляет се6е конечные прикладные цели исследования, а с другой стороны, может иметь лишь общее поверхностное представление об аппарате прикладной статистики (на уровне знания основных определений и понятий таких, как модель регрессии и назначение регрессионного анализа, временный ряд и его тренд, содержание задачи классификации в условиях наличия или отсутствия обучающих выборок, многомерное наблюдение и его проекция на плоскость и т. п.). В эту категорию пользователей попадает, в частности, значительная доля (более 50 %) специалистов той предметной области, к которой относится решаемая задача. Таким образом, среди пользователей «Серии МОСЭС» могут быть как статистики (разного уровня квалификации), так и нестатистики– специалисты соответствующих предметных областей (экономисты, биологи, инженеры, медики и т.д.), имеющие минимальную статистическую подготовку.
При пояснении характера направленности интеллектуализации описываемых МОСЭС примем следующее условное технологии статистического исследования на элементы:
Элемент 1 (стратегически–постановочный): уточнение постановки задачи и конечных прикладных целей исследования.
Элемент 2 (тактико–методический): выбор подходящего статического инструментария, включая определёние свойства и последовательности реализации статистических процедур, используемых для обработки исходных данных.
Элемент 3 (счетный): вычислительная реализация выбранного комплекса методов статистического анализа данных.
Элемент 4 (интерпретационный): интерпретация промежуточных и итоговых результатов статистической обработки данных, формулировка выводов, в том числе по поводу направлений дальнейших исследований.
Из этих четырех основных элементов технологии статистического исследования экспертные системы «Серии МОСЭС» претендуют на частичную автоматизацию машинное ассистирование лишь трех последних: тактико–методического, счетного и интерпретационного. При этом акцент делается на помощь пользователю в выработке адекватных исходных допущений (гипотез) о вероятностной геометрической природе обрабатываемых статистических данных и в правильном подборе и описании модели, генерирующей эти данные («МОСЭС–РАЗВАД» целиком предназначена для решения этих вопросов, а в остальных компонентах «Серии» этому аспекту уделяется существенное внимание)

1.4 Общая логическая схема построения диалога «пользователь–ЭВМ»
Диалог строится в компонентах «Серии» по принципу «от общего к все более узко методо–ориентированному [1, стр. 567], а именно: на «входе» в систему–«паспорт» задачи: 

1–й уровень диалога: ЭВМ – «имеет ли задача статистическую природу?»; пользователь – «да» или «нет»;
2–й уровень диалога: если «нет», работа СЭС заканчивается; если «да», то к какой из ниже перечисленных (в «меню») областей ПСА она относится: регрессионный анализ, классификация, временные ряды и т.д.;
3–й уровень диалога: (при работе, например, с системой «МОСЭС–КЛАСС», т. е. при ответе «классификация» на предыдущем уровне): «в какой форме представлены исходные данные?» «меню» возможных форм;
4–й уровень диалога: (если данные представлены в виде многомерных наблюдений): «располагаете ли Вы обучающими выборками?» 

5–й уровень диалога: если «нет», то «известно ли Вам число искомых классов?»;
6–й уровень диалога: если «нет», то «желаете ли Вы произвести целенаправленное проецирование исходных данных с целью выработки гипотез о возможном числе классов?»; 

7–й уровень диалога: если «да», то обратитесь к «МОСЭС–РАЗВАД» и т. д.
Каждый вопрос ЭВМ сопровождается вспомогательным «примечанием – вопросом» типа: «если какое–нибудь из понятий, участвующих в нашем вопросе, требует разъяснения, сделайте соответствующий запрос».
Инструментальные средства, использованные при создании «Серии МОСЭС». 

Каждый из компонентов «Серии МОСЭС» [1, стр. 568] оперирует с базой знаний, содержащей не более 400–500 правил и утверждений. Это позволило использовать в качестве технической базы персональные компьютеры ЭВМ РС/ХТ или ЭВМ РС/АТ.
В качестве базовых алгоритмических языков использовались языки «С», «LISР» и некоторые другие (специальные). 

Перспективы развития программного обеспечения по статистике
Последние десятилетия происходит интенсивное развитие ПО статистики для ПЭВМ. Большинство известных зарубежных пакетов программ (среди них ВМDР, SРSS, Р–STАТ, STATA) имеет в настоящее время версии для ПЭВМ. Эти пакеты в основном являются приспособлением к возможностям ПЭВМ версий этих пакетов для больших ЭВМ. В частности, по этой причине они в меньшей степени используют возможности ПЭВМ для создания интерактивного взаимодействия с помощью меню и возможности графики. Специально разработанные с учетом возможностей ПЭВМ пакеты, такие, как SТАТА (full), SУSТАТ и SТАТGRАРНIСS, с другой стороны, предоставляют меньшие возможности собственно статистической обработки.
В целом же следует отметить, что ПО статистики для ПЭВМ сейчас является достаточно развитым, в том числе и для задач сокращения размерностей и классификации. 

 Перспективной линией развития ПО статистики является разработка интеллектуальных систем статистической обработки данных, в том числе статистических экспертных систем, имеющих широкие возможности машинного ассистирования статистиков–исследователей разного уровня подготовки во время проведения статистического исследования. В настоящее время известно несколько образцов экспертных систем в некоторых областях статистического анализа. Их можно рассматривать как первые опытные образцы в этом направлении. Развитие интеллектуального ПО для статистики в рамках «Серии МОСЭС», рассмотренной выше, позволит создать ряд интеллектуальных статистических систем, охватывающих большинство разделов статистической обработки данных.
Тема 2 Системы с интеллектуальным интерфейсом и самообучающиеся системы
2.1 Признаки интеллектуальности информационных систем
2.2 Системы с интеллектуальным интерфейсом
2.3 Интерактивная компьютерная графика и ее функции

2.4 Самообучающиеся системы
2.1 Признаки интеллектуальности информационных систем

Для интеллектуальных информационных систем, ориентированных на генерацию алгоритмов решения задач, характерны следующие признаки:

· развитые коммуникативные способности;
· умение решать сложные плохо формализуемые задачи;
· способность к самообучению.

Коммуникативные способности ИИС характеризуют способ взаимодействия (интерфейса) конечного пользователя с системой, в частности, возможность формулирования произвольного запроса в диалоге с ИИС на языке, максимально приближенном к естественному. 

Сложные плохо формализуемые задачи – это задачи, которые требуют построения оригинального алгоритма решения в зависимости от конкретной ситуации, для которой могут быть характерны неопределенность и динамичность исходных данных и знаний.
Способность к самообучению – это возможность автоматического извлечения знаний для решения задач из накопленного опыта конкретных ситуаций.
В различных ИИС перечисленные признаки интеллектуальности развиты в неодинаковой степени и редко, когда все признаки реализуются одновременно. Условно каждому из признаков интеллектуальности соответствует свой класс ИИС (рисунок 2.1): системы с интеллектуальным интерфейсом; экспертные системы; самообучающиеся системы.
2.2 Системы с интеллектуальным интерфейсом

Интеллектуальные базы данных отличаются от обычных баз данных возможностью выборки по запросу необходимой информации, которая может явно не храниться, а выводиться из имеющейся в базе данных. Примерами таких запросов могут быть следующие: “Вывести список товаров, цена которых выше среднеотраслевой”, “Вывести список товаров–заменителей некоторой продукции”, “Вывести список потенциальных покупателей некоторого товара” и т.д. Для выполнения первого типа запроса необходимо сначала проведение статистического расчета среднеотраслевой цены по всей базе данных, а уже после этого собственно отбор данных. Для выполнения второго типа запроса необходимо вывести значения характерных признаков объекта, а затем поиск по ним аналогичных объектов. Для третьего типа запроса требуется сначала определить список посредников–продавцов, выполняющих продажу данного товара, а затем провести поиск связанных с ними покупателей. 
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	Рисунок 2.1 – Классификация интеллектуальных информационных систем


Во всех перечисленных типах запросов требуется осуществить поиск по условию, которое должно быть доопределено в ходе решения задачи. Интеллектуальная система без помощи пользователя по структуре базы данных сама строит путь доступа к файлам данных. Формулирование запроса осуществляется в диалоге с пользователем, последовательность шагов которого выполняется в максимально удобной для пользователя форме. Запрос к базе данных может формулироваться и с помощью естественно–языкового интерфейса. 

Естественно–языковой интерфейс предполагает трансляцию естественно–языковых конструкций на внутримашинный уровень представления знаний. Для этого необходимо решать задачи морфологического, синтаксического и семантического анализа и синтеза высказываний на естественном языке. Так, морфологический анализ предполагает распознавание и проверку правильности написания слов по словарям, синтаксический контроль – разложение входных сообщений на отдельные компоненты (определение структуры) с проверкой соответствия грамматическим правилам внутреннего представления знаний и выявления недостающих частей и, наконец, семантический анализ – установление смысловой правильности синтаксических конструкций. Синтез высказываний решает обратную задачу преобразования внутреннего представления информации в естественно–языковое.

Естественно–языковый интерфейс используется для:

· доступа к интеллектуальным базам данных;
· контекстного поиска документальной текстовой информации;
· голосового ввода команд в системах управления;
· машинного перевода c иностранных языков. 

Гипертекстовые системы предназначены для реализации поиска по ключевым словам в базах текстовой информации. Интеллектуальные гипертекстовые системы отличаются возможностью более сложной семантической организации ключевых слов, которая отражает различные смысловые отношения терминов. Таким образом, механизм поиска работает прежде всего с базой знаний ключевых слов, а уже затем непосредственно с текстом. В более широком плане сказанное распространяется и на поиск мультимедийной информации, включающей помимо текстовой и цифровой информации графические, аудио и видео– образы.

Системы контекстной помощи можно рассматривать, как частный случай интеллектуальных гипертекстовых и естественно–языковых систем. В отличие от обычных систем помощи, навязывающих пользователю схему поиска требуемой информации, в системах контекстной помощи пользователь описывает проблему (ситуацию), а система с помощью дополнительного диалога ее конкретизирует и сама выполняет поиск относящихся к ситуации рекомендаций. Такие системы относятся к классу систем распространения знаний (Knowledge Publishing) и создаются как приложение к системам документации (например, технической документации по эксплуатации товаров).

Системы когнитивной графики позволяют осуществлять интерфейс пользователя с ИИС с помощью графических образов, которые генерируются в соответствии с происходящими событиями. Такие системы используются в мониторинге и управлении оперативными процессами. Графические образы в наглядном и интегрированном виде описывают множество параметров изучаемой ситуации. Например, состояние сложного управляемого объекта отображается в виде человеческого лица, на котором каждая черта отвечает за какой–либо параметр, а общее выражение лица дает интегрированную характеристику ситуации. 

Системы когнитивной графики широко используются также в обучающих и тренажерных системах на основе использования принципов виртуальной реальности, когда графические образы моделируют ситуации, в которых обучаемому необходимо принимать решения и выполнять определенные действия. Одно из направления интеллектуального анализа данных (DM) – визуализация (когнитивная компьютерная графика). Средства визуализации могут выступить в качестве дополнительных инструментальных средств порождения зависимостей и как самостоятельный набор инструментов визуального анализа (помогает выдвигать нетривиальные гипотезы).

2.3 Интерактивная компьютерная графика и ее функции

Интерактивная компьютерная графика (ИКГ) является важнейшим элементом современной информационной технологии и широко используется сегодня в системах автоматизированного проектирования сложных технических объектов; диагностики и управления технологическими процессами; автоматизации научных исследований, в обучающих системах и т. д. ИКГ выполняет две диалектически взаимосвязанные, но при определенных условиях различные функции: иллюстративную и когнитивную (см. рис.2.2).

Иллюстративная функция ИКГ, более традиционная и привычная, обеспечивает визуальную адекватность графического образа своему оригиналу, т. е. визуальную узнаваемость этого оригинала. Очевидно, что для такой «узнаваемости», как минимум, необходимо, чтобы этот оригинал существовал объективно, «вне и независимо от нашего сознания».

Вторая, когнитивная, функция ИКГ позволяет при определенных условиях и требованиях изображать в наглядной графической форме внутреннее содержание, идею, суть изображаемого оригинала, которым, в частности, может служить любое абстрактное научное понятие, гипотеза или теория, которые, очевидно, уже невозможно «пощупать и потрогать руками». Хорошо известно также, что удачный рисунок иногда не только позволяет сделать наглядной и понятной суть сложного вопроса, но нередко способен подсказать принципиально новое соображение, идею, гипотезу, которые без такого рисунка просто, что называется, не приходят в голову. Именно этот важный аспект использования ИКГ для активизации образного мышления исследователей и конструкторов подчеркивается сегодня во многих работах.
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	Рисунок 2.2 – Отображение диалектики «формы и содержания» оригинала на визуальном уровне


2.4 Самообучающиеся системы

В основе самообучающихся систем лежат методы автоматической классификации примеров ситуаций реальной практики (обучения на примерах). Примеры реальных ситуаций накапливаются за некоторый исторический период и составляют обучающую выборку. Эти примеры описываются множеством признаков классификации. Причем обучающая выборка может быть: 

1 «с учителем», когда для каждого примера задается в явном виде значение признака его принадлежности некоторому классу ситуаций (классообразующего признака);

2 «без учителя», когда по степени близости значений признаков классификации система сама выделяет классы ситуаций.

В результате обучения системы автоматически строятся обобщенные правила или функции, определяющие принадлежность ситуаций классам, которыми обученная система пользуется при интерпретации новых возникающих ситуаций. Таким образом, автоматически формируется база знаний, используемая при решении задач классификации и прогнозирования. Эта база знаний периодически автоматически корректируется по мере накопления опыта реальных ситуаций, что позволяет сократить затраты на ее создание и обновление. 
Общие недостатки, свойственные всем самообучающимся системам, заключаются в следующем:

1 возможна неполнота и/или зашумленность (избыточность) обучающей выборки и, как следствие, относительная адекватность базы знаний возникающим проблемам;

2 возникают проблемы, связанные с плохой смысловой ясностью зависимостей признаков и, как следствие, неспособность объяснения пользователям получаемых результатов;

3 ограничения в размерности признакового пространства вызывают неглубокое описание проблемной области и узкую направленность применения.

Индуктивные системы. Обобщение примеров по принципу от частного к общему сводится к выявлению подмножеств примеров, относящихся к одним и тем же подклассам, и определению для них значимых признаков.

Процесс классификации примеров осуществляется следующим образом:

1 Выбирается признак классификации из множества заданных (либо последовательно, либо по какому–либо правилу, например, в соответствии с максимальным числом получаемых подмножеств примеров);

2 По значению выбранного признака множество примеров разбивается на подмножества;

3 Выполняется проверка, принадлежит ли каждое образовавшееся подмножество примеров одному подклассу;

4 Если какое–то подмножество примеров принадлежит одному подклассу, т.е. у всех примеров подмножества совпадает значение классообразующего признака, то процесс классификации заканчивается (при этом остальные признаки классификации не рассматриваются);

5 Для подмножеств примеров с несовпадающим значением классообразующего признака процесс классификации продолжается, начиная с пункта 2. При этом каждое подмножество примеров становится классифицируемым множеством.

Процесс классификации может быть представлен в виде дерева решений, в котором в промежуточных узлах находятся значения признаков последовательной классификации, а в конечных узлах – значения признака принадлежности определенному классу. Пример построения дерева решений на основе фрагмента таблицы примеров (таблица 2.1) показан на рисунке 2.3. 

Таблица 2.1 – Фрагмент таблицы примеров значения признака
	Классообр. признак
	
	Признаки
	классификации
	

	Цена
	Спрос
	Конкуренция
	Издержки
	Качество

	низкая
	низкий
	маленькая
	маленькие
	низкое

	высокая
	низкий
	маленькая
	большие
	высокое

	высокая
	высокий
	маленькая
	большие
	низкое

	высокая
	высокий
	маленькая
	маленькие
	высокое

	высокая
	высокий
	маленькая
	маленькие
	низкое

	высокая
	высокий
	маленькая
	большие
	высокое


Анализ новой ситуации сводится к выбору ветви дерева, которая полностью определяет эту ситуацию. Поиск решения осуществляется в результате последовательной проверки признаков классификации. Каждая ветвь дерева соответствует одному правилу решения. Например: {Если Спрос=«низкий» и Издержки=«маленькие», То  Цена=«низкая»}.

[image: image2.png]fenpoc]— Bricorati ——— [uena.Bsicoxas]
szt _ [asaepwicn] _ Gomsmne _,[uena.meicoras]
Manensiate[uena. mzxcas]



 Рисунок 2.3 – Фрагмент дерева решений

Примерами инструментальных средств, поддерживающих индуктивный вывод знаний, являются 1st Class (Programs in Motion), Rulemaster (Radian Corp.), ИЛИС (ArgusSoft), KAD (ИПС Переяславль–Залесский).
Нейронные сети. В результате обучения на примерах строятся математические решающие функции (передаточные функции или функции активации), которые определяют зависимости между входными (Xi) и выходными (Yj) признаками (сигналами) (рис. 2.4). 
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Рисунок 2.4 – Решающая функция – “нейрон”

Каждая такая функция, называемая по аналогии с элементарной единицей человеческого мозга – нейроном, отображает зависимость значения выходного признака (Y) от взвешенной суммы (u) значений входных признаков (xi), в которой вес входного признака (wi) показывает степень влияния входного признака на выходной: 
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. Решающие функции используются в задачах классификации на основе сопоставления их значений при различных комбинациях значений входных признаков с некоторым пороговым значением. В случае превышения заданного порога считается, что нейрон сработал и таким образом распознал некоторый класс ситуаций. Нейроны используются и в задачах прогнозирования, когда по значениям входных признаков после их подстановки в выражение решающей функции получается прогнозное значение выходного признака. 
Обучение нейронной сети сводится к определению связей (синапсов) между нейронами и установлению силы этих связей (весовых коэффициентов). Алгоритмы обучения нейронной сети упрощенно сводятся к определению зависимости весового коэффициента связи двух нейронов от числа примеров, подтверждающих эту зависимость. Наиболее распространенным алгоритмом обучения нейронной сети является алгоритм обратного распространения ошибки. Целевая функция по этому алгоритму должна обеспечить минимизацию квадрата ошибки в обучении по всем примерам: 
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, где Ti – заданное значение выходного признака по i – му примеру; Yi – вычисленное значение выходного признака по i – му примеру.
Системы, основанные на прецедентах (Case–based reasoning). В этих системах база знаний содержит описания не обобщенных ситуаций, а собственно сами ситуации или прецеденты. Тогда поиск решения проблемы сводится к поиску по аналогии (абдуктивному выводу от частного к частному):

1 Получение подробной информации о текущей проблеме;

2 Сопоставление полученной информации со значениями признаков прецедентов из базы знаний;

3 Выбор прецедента из базы знаний, наиболее близкого к рассматриваемой проблеме;

4 В случае необходимости выполняется адаптация выбранного прецедента к текущей проблеме;

5 Проверка корректности каждого полученного решения;

6 Занесение детальной информации о полученном решении в базу знаний. 

Так же как и для индуктивных систем, прецеденты описываются множеством признаков, по которым строятся индексы быстрого поиска. Но в отличие от индуктивных систем допускается нечеткий поиск с получением множества допустимых альтернатив, каждая из которых оценивается некоторым коэффициентом уверенности. Далее наиболее подходящие решения адаптируются по специальным алгоритмам к реальным ситуациям. Обучение системы сводится к запоминанию каждой новой обработанной ситуации с принятыми решениями в базе прецедентов. 

Системы, основанные на прецедентах, применяются как системы распространения знаний с расширенными возможностями или как системы контекстной помощи (рисунок 2.5).

В качестве примера инструментального средства поддержки баз знаний прецедентов, распространяемого в России, можно назвать систему CBR–Express (Inference, дистрибьютор фирма Метатехнология).

Информационные хранилища (Data Warehouse). В отличие от интеллектуальной базы данных информационное хранилище представляет собой хранилище извлеченной значимой информации из оперативной базы данных, которое предназначено для оперативного анализа данных (реализации OLAP – технологии). Извлечение знаний из баз данных осуществляется регулярно, например, ежедневно.

	Описание ситуации (проблемы)

Не печатает принтер

Вопросы

Включено ли питание?   да

Прошло ли тестирование? да

Замята ли бумага?     да

Подключен ли драйвер?  не знаю

Действия

Освободите бумагу    уверенность 80

Загрузите драйвер     уверенность 50

Вызовите тех. персонал  уверенность 10


	Рисунок 2.5 – Пример диалога с CBR–системой


Типичными задачами оперативного ситуационного анализа являются: определение профиля потребителей конкретного товара; предсказание изменений ситуации на рынке; анализ зависимостей признаков ситуаций (корреляционный анализ) и др.
С Data Warehouse часто связывают понятие "добыча данных" (Data Mining), которое определяется как процесс аналитического исследования больших массивов информации с целью выявления определенных закономерностей и систематических взаимосвязей между переменными, которые затем можно применить к новым совокупностям данных. Этот процесс включает три основных этапа: исследование, построение модели или структуры и ее проверку. В идеальном случае, при достаточном количестве данных можно организовать итеративную процедуру для построения устойчивой (робастной) модели. В то же время, в реальной ситуации практически невозможно проверить модель на стадии анализа и поэтому начальные  результаты имеют характер эвристик, которые можно использовать в процессе принятия решения. 

Методы «добычи данных» приобретают все большую популярность в качестве инструмента для анализа информации (например, экономической), особенно в тех случаях, когда предполагается, что из имеющихся данных можно будет извлечь знания для принятия решений в условиях неопределенности. Системы «добычи данных» основываются на классических принципах разведочного анализа данных и построения моделей и используют те же подходы и методы. Имеется, однако, важное отличие процедуры «добычи данных» от классического разведочного анализа данных: системы «добычи данных» в большей степени ориентированы на практическое приложение полученных результатов, чем на выяснение природы явления. Иными словами, при «добыче данных» нас не очень интересует конкретный вид зависимостей между переменными задачи. Выяснение природы участвующих здесь функций или конкретной формы интерактивных многомерных зависимостей между переменными не является главной целью этой процедуры. Основное внимание уделяется поиску решений, на основе которых можно было бы строить достоверные прогнозы. Таким образом, в области «добычи данных» принят такой подход к анализу данных и извлечению знаний, который иногда характеризуют словами "черный ящик". При этом используются не только классические приемы разведочного анализа данных, но и такие методы, как нейронные сети, которые позволяют строить достоверные прогнозы, не уточняя конкретный вид тех зависимостей, на которых такой прогноз основан. 

Часто «добыча данных» трактуется как «смесь статистики, методов искусственного интеллекта и анализа баз данных» и до последнего времени она не признавалась полноценной областью интереса для специалистов по статистике, а порой ее даже называли «задворками статистики». Однако, благодаря своей большой практической значимости, эта проблематика ныне интенсивно разрабатывается и привлекает большой интерес (в том числе и в ее статистических аспектах), и в ней достигнуты важные теоретические результаты. 

Добыча данных часто рассматривается как естественное развитие концепции хранилищ данных. Хранилище данных (Data Warehouse) определяют как способ хранения больших многомерных массивов данных, которое позволяет легко извлекать и использовать информацию в процедурах анализа.

Эффективная архитектура хранилища данных организована таким образом, чтобы быть составной частью информационной системы управления предприятием (или по крайней мере иметь связь со всеми доступными данными). При этом необходимо использовать специальные технологии работы с корпоративными базами данных (например, Oracle, Sybase, MS SQL Server). Высокопроизводительная технология хранилищ данных, позволяющая пользователям организовать и эффективно использовать базу данных предприятия практически неограниченной сложности, разработана компанией StatSoft enterprise systems и называется SENS [STATISTICA Enterprise System] и SEWSS [STATISTICA Enterprise–Wide SPC System]).
Для извлечения значимой информации из баз данных используются специальные методы (Data Mining или Knowledge Discovery), основанные или на применении многомерных статистических таблиц, или индуктивных методов построения деревьев решений, или нейронных сетей. Формулирование запроса осуществляется в результате применения интеллектуального интерфейса, позволяющего в диалоге гибко определять значимые признаки анализа.

Применение информационных хранилищ на практике все в большей степени демонстрирует необходимость интеграции интеллектуальных и традиционных информационных технологий, комбинированное использование различных методов представления и вывода знаний, усложнение архитектуры информационных систем.
Тема 3 Краткая характеристика экспертных систем
3.1 Экспертные системы.

3.2 Классы экспертных систем
3.3. Характеристика основных классов экспертных систем
3.1 Экспертные системы

Назначение экспертных систем заключается в решении достаточно трудных для экспертов задач на основе накапливаемой базы знаний, отражающей опыт работы экспертов в рассматриваемой проблемной области. Достоинство применения экспертных систем заключается в возможности принятия решений в уникальных ситуациях, для которых алгоритм заранее не известен и формируется по исходным данным в виде цепочки рассуждений (правил принятия решений) из базы знаний. Причем решение задач предполагается осуществлять в условиях неполноты, недостоверности, многозначности исходной информации и качественных оценок процессов. 

Экспертная система является инструментом, усиливающим интеллектуальные способности эксперта, и может выполнять следующие роли: консультанта для неопытных или непрофессиональных пользователей; ассистента в связи с необходимостью анализа экспертом различных вариантов принятия решений; партнера эксперта по вопросам, относящимся к источникам знаний из смежных областей деятельности.

Экспертные системы используются во многих областях, среди которых лидирует сегмент приложений в бизнесе. 

Архитектура экспертной системы (рисунок 3.1) включает в себя два основных компонента: базу знаний (хранилище единиц знаний) и программный инструмент доступа и обработки знаний, состоящий из механизмов вывода заключений (решения), приобретения знаний, объяснения получаемых результатов и интеллектуального интерфейса. Причем центральным компонентом экспертной системы является база знаний, которая выступает по отношению к другим компонентам как содержательная подсистема, составляющая основную ценность. «Know–how» базы знаний хорошей экспертной системы оценивается в сотни тысяч долларов, в то время как программный инструментарий – в тысячи или десятки тысяч долларов. 

База знаний – это совокупность единиц знаний, которые представляют собой формализованное с помощью некоторого метода представления знаний отражение объектов проблемной области и их взаимосвязей, действий над объектами и, возможно, неопределенностей, с которыми эти действия осуществляются.
В качестве методов представления знаний чаще всего используются либо правила, либо объекты (фреймы), либо их комбинация. Так, правила представляют собой конструкции:

Если < условие > То <заключение> Фактор определенности <значение>

Пример правила:

Если Коэффициент рентабельности > 0.2 То Рентабельность = "удовл." Фактор определенности 100
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	Рисунок 3.1 – Архитектура экспертной системы


Интеллектуальный интерфейс. Обмен данными между конечным пользователем и ЭС выполняет программа интеллектуального интерфейса, которая воспринимает сообщения пользователя и преобразует их в форму представления базы знаний и, наоборот, переводит внутреннее представление результата обработки в формат пользователя и выдает сообщение на требуемый носитель. Важнейшим требованием к организации диалога пользователя с ЭС является естественность, которая не означает буквально формулирование потребностей пользователя предложениями естественного языка, хотя это и не исключается в ряде случаев. Важно, чтобы последовательность решения задачи была гибкой, соответствовала представлениям пользователя и велась в профессиональных терминах.

Механизм объяснения. В процессе или по результатам решения задачи пользователь может запросить объяснение или обоснование хода решения. С этой целью ЭС должна предоставить соответствующий механизм объяснения. Объяснительные способности ЭС определяются возможностью механизма вывода запоминать путь решения задачи. Тогда на вопросы пользователя "Как?" и "Почему?" получено решение или запрошены те или иные данные система всегда может выдать цепочку рассуждений до требуемой контрольной точки, сопровождая выдачу объяснения заранее подготовленными комментариями. В случае отсутствия решения задач объяснение должно выдаваться пользователю автоматически. Полезно иметь возможность и гипотетического объяснения решения задачи, когда система отвечает на вопросы, что будет в том или ином случае.
Однако, не всегда пользователя может интересовать полный вывод решения, содержащий множество ненужных деталей. В этом случае система должна уметь выбирать из цепочки только ключевые моменты с учетом их важности и уровня знаний пользователя. Для этого в базе знаний необходимо поддерживать модель знаний и намерений пользователя. Если же пользователь продолжает не понимать полученный ответ, то система должна быть способна в диалоге на основе поддерживаемой модели проблемных знаний обучать пользователя тем или иным фрагментам знаний, т.е. раскрывать более подробно отдельные понятия и зависимости, если даже эти детали непосредственно в выводе не использовались.

Механизм приобретения знаний. База знаний отражает знания экспертов (специалистов) в данной проблемной области о действиях в различных ситуациях или процессах решения характерных задач. Выявлением подобных знаний и последующим их представлением в базе знаний занимаются специалисты, называемые инженерами знаний. Для ввода знаний в базу и их последующего обновления ЭС должна обладать механизмом приобретения знаний. В простейшем случае это интеллектуальный редактор, который позволяет вводить единицы знаний в базу и проводить их синтаксический и семантический контроль, например, на непротиворечивость, в более сложных случаях извлекать знания путем специальных сценариев интервьюирования экспертов, или из вводимых примеров реальных ситуаций, как в случае индуктивного вывода, или из текстов, или из опыта работы самой интеллектуальной системы.
Механизм вывода. Этот программный инструмент получает от интеллектуального интерфейса преобразованный во внутреннее представление запрос, формирует из базы знаний конкретный алгоритм решения задачи, выполняет алгоритм, а полученный результат предоставляется интеллектуальному интерфейсу для выдачи ответа на запрос пользователя.

В основе использования любого механизма вывода лежит процесс нахождения в соответствии с поставленной целью и описанием конкретной ситуации (исходных данных) относящихся к решению единиц знаний (правил, объектов, прецедентов и т.д.) и связыванию их при необходимости в цепочку рассуждений, приводящую к определенному результату. Для представления знаний в форме правил это может быть прямая или обратная цепочка рассуждений.

Для объектно–ориентированного представления знаний характерно применение механизма наследования атрибутов, когда значения атрибутов передаются по иерархии от вышестоящих классов к нижестоящим. Также при заполнении атрибутов фрейма необходимыми данными запускаются на выполнение присоединенные процедуры
3.2. Классы экспертных систем
По степени сложности решаемых задач экспертные системы можно классифицировать следующим образом:

· по способу формирования решения экспертные системы разделяются на два класса: аналитические и синтетические. Аналитические системы предполагают выбор решений из множества известных альтернатив (определение характеристик объектов), а синтетические системы – генерацию неизвестных решений (формирование объектов);
· по способу учета временного признака экспертные системы могут быть статическими или динамическими. Статические системы решают задачи при неизменяемых в процессе решения данных и знаниях, динамические системы допускают такие изменения. Статические системы осуществляют монотонное непрерываемое решение задачи от ввода исходных данных до конечного результата, динамические системы предусматривают возможность пересмотра в процессе решения полученных ранее результатов и данных;
· по видам используемых данных и знаний экспертные системы классифицируются на системы с детерминированными (четко определенными) знаниями и неопределенными знаниями. Под неопределенностью знаний (данных) понимается их неполнота (отсутствие), недостоверность (неточность измерения), двусмысленность (многозначность понятий), нечеткость (качественная оценка вместо количественной);
· по числу используемых источников знаний экспертные системы могут быть построены с использованием одного или множества источников знаний. Источники знаний могут быть альтернативными (множество миров) или дополняющими друг друга (кооперирующими).

В соответствии с перечисленными признаками классификации, как правило, выделяются следующие четыре основные класса экспертных систем (рис. 3.2)
3.3. Характеристика основных классов экспертных систем

Классифицирующие экспертные системы. К аналитическим задачам прежде всего относятся задачи распознавания различных ситуаций, когда по набору заданных признаков (факторов) выявляется сущность некоторой ситуации, в зависимости от которой выбирается определенная последовательность действий. Таким образом, в соответствии с исходными условиями среди альтернативных решений находится одно, наилучшим образом удовлетворяющее поставленной цели и ограничениям. 
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Рисунок 3.2 – Классы экспертных систем
Экспертные системы, решающие задачи распознавания ситуаций, называются классифицирующими, поскольку определяют принадлежность анализируемой ситуации к некоторому классу. В качестве основного метода формирования решений используется метод логического дедуктивного вывода от общего к частному, когда путем подстановки исходных данных в некоторую совокупность взаимосвязанных общих утверждений получается частное заключение.

Доопределяющие экспертные системы. Более сложный тип аналитических задач представляют задачи, которые решаются на основе неопределенных исходных данных и применяемых знаний. В этом случае экспертная система должна как бы доопределять недостающие знания, а в пространстве решений может получаться несколько возможных решений с различной вероятностью или уверенностью в необходимости их выполнения. В качестве методов работы с неопределенностями могут использоваться байесовский вероятностный подход, коэффициенты уверенности, нечеткая логика. Доопределяющие экспертные системы могут использовать для формирования решения несколько источников знаний. В этом случае могут использоваться эвристические приемы выбора единиц знаний из их конфликтного набора, например, на основе использования приоритетов важности, или получаемой степени определенности результата, или значений функций предпочтений и т.д.

Для аналитических задач классифицирующего и доопределяющего типов характерны следующие проблемные области:

· Интерпретация данных – выбор решения из фиксированного множества альтернатив на базе введенной информации о текущей ситуации. Основное назначение – определение сущности рассматриваемой ситуации, выбор гипотез, исходя из фактов. Типичным примером является экспертная система анализа финансового состояния предприятия.

· Диагностика – выявление причин, приведших к возникновению ситуации. Требуется предварительная интерпретация ситуации с последующей проверкой дополнительных фактов, например, выявление факторов снижения эффективности производства.

· Коррекция – диагностика, дополненная возможностью оценки и рекомендации действий по исправлению отклонений от нормального состояния рассматриваемых ситуаций.

Трансформирующие экспертные системы. В отличие от аналитических статических экспертных систем синтезирующие динамические экспертные системы предполагают повторяющееся преобразование знаний в процессе решения задач, что связано с характером результата, который нельзя заранее предопределить, а также с динамичностью самой проблемной области.

В качестве методов решения задач в трансформирующих экспертных системах используются разновидности гипотетического вывода:

· генерации и тестирования, когда по исходным данным осуществляется генерация гипотез, а затем проверка сформулированных гипотез на подтверждение поступающими фактами;

· предположений и умолчаний, когда по неполным данным подбираются знания об аналогичных классах объектов, которые в дальнейшем динамически адаптируются к конкретной ситуации в зависимости от ее развития;

· использование общих закономерностей (метауправления) в случае неизвестных ситуаций, позволяющих генерировать недостающее знание.

Многоагентные системы. Для таких динамических систем характерна интеграция в базе знаний нескольких разнородных источников знаний, обменивающихся между собой получаемыми результатами на динамической основе, например, через "доску объявлений" (рис. 3.3).
Для многоагентных систем характерны следующие особенности:

· Проведение альтернативных рассуждений на основе использования различных источников знаний с механизмом устранения противоречий;

· Распределенное решение проблем, которые разбиваются на параллельно решаемые подпроблемы, соответствующие самостоятельным источникам знаний;

· Применение множества стратегий работы механизма вывода заключений в зависимости от типа решаемой проблемы;

· Обработка больших массивов данных, содержащихся в базе данных;

· Использование различных математических моделей и внешних процедур, хранимых в базе моделей;

· Способность прерывания решения задач в связи с необходимостью получения дополнительных данных и знаний от пользователей, моделей, параллельно решаемых подпроблем.

	



	Рисунок 3.3 – “Доска объявлений”


Для синтезирующих динамических экспертных систем наиболее применимы следующие проблемные области:

· Проектирование – определение конфигурации объектов с точки зрения достижения заданных критериев эффективности и ограничений, например, проектирование бюджета предприятия или портфеля инвестиций.

· Прогнозирование – предсказание последствий развития текущих ситуаций на основе математического и эвристического моделирования, например, прогнозирование трендов на биржевых торгах.

· Диспетчирование – распределение работ во времени, составление расписаний, например, планирование графика освоения капиталовложений.

· Планирование – выбор последовательности действий пользователей по достижению поставленной цели, например, планирование процессов поставки продукции.

· Мониторинг – слежение за текущей ситуацией с возможной последующей коррекцией. Для этого выполняется диагностика, прогнозирование, а в случае необходимости планирование и коррекция действий пользователей, например, мониторинг сбыта готовой продукции.
· Управление – мониторинг, дополненный реализацией действий в автоматических системах, например, принятие решений на биржевых торгах.
Анализ 12500 действующих экспертных систем показал, что наиболее распространенными проблемными областями являются: диагностика, рекомендация и интерпретация [7].
Тема 4 Схема эволюции систем анализа данных

4.1 Основные факторы пересмотра технологий анализа данных.

4.2 Характерные особенности задач нового типа в компьютерном анализе данных.

4.3 Схема эволюции систем анализа данных.

4.4 Языки четвертого поколения

4.1 Основные факторы пересмотра технологий анализа данных 

В области информационных технологий: к середине 90–х годов объем накопленной информации удваивался каждые 20 месяцев. Объемы баз данных росли еще быстрее. Среди всего множества факторов можно выделить три группы основных факторов, которые привели к пересмотру технологий анализа данных:
1 Фактор реального времени, управляемость в режиме реального времени проявилась особо значимо в военной сфере, управлении производственными системами, медицине, экологии, энергетики При этом особо жесткие требования (для анализа данных) к методам и моделям выдвинули: значительные объемы данных, эффективно участвующий в процессе принятия решения; разнородный характер данных (числовые и символьные, структурированные, неструктурированные, формализованные и в виде текстов на естественном языке); необходимость обрабатывать данные разнотипными средствами, сводя в некоторую единую инструментальную среду порождения финального решения. Возникла острая необходимость в поиске новых подходов, адекватных сложившимся потребностям.

2 Специфика открытых предметных областей выразилась в двух обстоятельствах: возможность хранения больших массивов породила потребность создания средств поддержки "открытых" множеств запросов к хранимой информации, причем была осознана необходимость отходы от традиционной парадигмы хранения и обработки средствами СУБД (из–за дороговизны процесса перепроектирования и реинжиниринга информационных баз данных); осознана потребность создания средств автоматического выделения и анализа скрытых зависимостей.

3 Сложный характер объекта управления (взаимодействие большого множества разнородных процессов и подсистем) демонстрирует ограниченность: традиционных моделей и методов теории управления; интеллектуальных систем 1–го поколения (экспертных систем продукционного типа). Например, оператор при управлении большими современными энергосистемами пользуется специальными системами–справочниками (ЭС продукционного типа) вида "если (ситуация) то выполняй (действие)", в которых аккумулированы знания специалистов, то есть подсистемы автоматического регулирования обеспечивают режим: "сохраняй состояние Норма, компенсируй Патологии, понимаемые как отклонения от Нормы". Возможные нештатные ситуации можно разделить условно на два типа: отклонения от Нормы по отдельным параметрам; отклонения одновременно по большому числу параметров

4.2 Характерные особенности задач нового типа в компьютерном анализе данных 

В числе основных характерных особенностей задач нового типа в компьютерном анализе данных можно назвать следующие:
1 Объект исследования характеризуется большими объемами данных, требуется анализ в ограниченное время;

2 Формальная модель объекта отсутствует (нет полного и непротиворечивого аналитического описания)

3 Необходимо уметь выделять параметры, определяющие поведение (оптимизируемость и управляемость) в тех или иных ситуациях;

4 Необходимо уметь обобщать имеющую информацию, выделяя неявно представленные зависимости (то есть те эмпирические правила, которые позволяют оптимизировать и предсказывать поведение модели в новых обстоятельствах).

Особенностью новой парадигмы компьютерной обработки данных и знаний является использование:

· средств поддержки хранения больших пополняющихся объемов информации

· развитых средств представления знаний и компьютерных моделей рассуждений

· средств компьютерной аппроксимации психологических аспектов умственной деятельности (когнитивная графика и другие средства визуализации, формализация эвристических способов решения задач, формализация поиска релевантного знания в процессе рассуждения)

4.3 – Схема эволюции систем анализа данных и систем поддержки принятия решений 

Эта схема с учетом роста объемов данных, усложнения и интеллектуализации средств анализа данных (АД), ориентации на фактор РВ может быть охарактеризована следующими основными шагами:

1 Технология баз данных (БД). БД – специальная форма организации данных, поддерживаемая СУБД для поиска нужного значения параметра в системе формализованных отношений.

2 Технология OLTP (OnLine Transaction Processing). Стандарт промышленных СУБД, не способных быстро извлекать нужную информацию в режиме РВ был вытеснен с рынка информационных технологий.

3 Технология OLAP (OnLine Analysis Processing). Усложнение средств АД в процессе принятия решений потребовало усовершенствований в технологиях накопления и обработки данных ("расчеты по заранее заданным формулам")

4 Технология DWH & DM. Наряду с задачами OLAP–обработки поиск всех релевантных данным и целям их обработки функциональных зависимостей. Характерна взаимная согласованность технологий накопления данных (представления данных и знаний, эффективного хранения, поиска и доставки) и автоматического извлечения из них полезных зависимостей (моделей, правил, функциональных отношений).
К середине 90–х годов появилась технология Хранилищ информации (Data WareHouse) DWH и интеллектуального анализа данных (Data Mining and Knowlelge Discovery in Databases) DM: DWH & DM.
DWH – предметноориентированный и интегрированный (объединяющий значения различных параметров), неизменяемый и поддерживающий хронологию НД, специфическим образом организованный для целей поддержки принятия решения (Bill Inmon).
DM – управляемый данными процесс (data driven) извлечения зависимостей из больших БД. В этом процессе центральное место занимает автоматическое порождение характеризующих анализируемые данные: моделей правил, функциональных зависимостей. Затем они предъявляются пользователю для оценки "интересности", релевантности и полезности для целей процесса Data Mining.

Ориентация на предметную область. Хранилище должно разрабатываться с учетом специфики предметной области, а не приложений, оперирующих данными. Структура хранилища должна отражать представления аналитика об информации, с которой ему приходится работать. Например, если система операционной обработки поставщика товаров работает с понятиями "сделка" и "заявка", то хранилище должно использовать понятия "клиенты", "товары" и "производители".

Интегрированность. Информация загружается в хранилище из приложений, созданных разными разработчиками. Необходимо объединить данные этих приложений, приведя их к единому синтаксическому и семантическому виду. Например, в таблицах БД, полученных из разных источников, могут встречаться атрибуты, которые определены на разных доменах, но обозначают те же понятия. В процессе загрузки хранилища требуется преобразовать эти атрибуты к единому представлению. Важно также провести проверку поступающих данных на целостность и непротиворечивость. Характерный для информационных хранилищ прием – хранение агрегированных данных. Аналитика редко интересует информация о конкретных днях и часах, ему более важны данные о месяцах, кварталах и даже годах. Чтобы при выполнении аналитических запросов избежать выполнения операций группирования, данные должны обобщаться (агрегироваться) при загрузке хранилища. Объем накопленных данных должен быть достаточным для решения аналитических задач с требуемым качеством. Используемые в настоящее время ХД содержат информацию, накопленную за годы и даже десятилетия.

Неизменяемость данных. Важное отличие аналитических систем от систем операционной обработки данных состоит в том, что данные после загрузки в них остаются неизменными, внесения каких–либо изменений, кроме добавления записей, не предполагается. Именно поэтому для СППР не столь актуальны средства для обеспечения отката транзакций, борьбы с взаимными блокировками процессов – разработчики подобных систем сосредоточивают основные усилия на достижении высокой скорости доступа к данным. Важное условие неизменности информации в хранилище – использование для его реализации надежного оборудования, которое обеспечивает защиту от сбоев.

Поддержка хронологии. Для выполнения большинства аналитических запросов необходим анализ тенденций развития явлений или характера изменения значений переменных во времени. Учет хронологии достигается введением ключевых атрибутов типа "ДАТА" и/или "ВРЕМЯ" в структуры хранилища данных. Время выполнения аналитических запросов можно уменьшить, если физически упорядочить записи по времени, то есть расположить записи по возрастанию значений атрибута "ДАТА/ВРЕМЯ".

К числу основных задач, которые требуется решать при создании ХД, относятся: выбор оптимальной структуры хранения данных с точки зрения обеспечения приемлемого времени отклика на аналитические запросы и требуемого объема памяти; первоначальное заполнение и последующее пополнение хранилища данными; обеспечение удобства доступа пользователей к данным. Рассмотрим пути решения этих задач более детально.

Описание свойств технологий OLTP и OLAP приведено в таблице 4.1.
Таблица 4.1.– Сравнение технологий OLTP и OLAP
	Свойство
	OLTP
	OLAP

	Назначение данных
	Оперативный поиск, несложная обработка
	Аналитическая обработка, прогнозирование, моделирование

	Уровень агрегации
	Детализированный
	Агрегированный

	Период хранения
	Несколько месяцев – до 1 года
	Несколько лет – до нескольких. десятков лет

	Частота обновления, объем
	Высокая, малыми порциями
	Малая, большими порциями

	Критерий эффективности
	Мало транзактов в единицу времени
	Скорость выполнения сложных запросов, прозрачность структуры хранения информации для пользователей


На четвертом этапе эволюции технологий анализа данных и систем поддержки принятия решений (СППР) оказался востребованным опыт, методология и инструментальные средства, характерные для создания и приложений искусственного интеллекта (ИИ). Причем, основанные, прежде всего, на методах машинного обучения (machine learning) систем интеллектуального АД (ИАД), способных: выявлять скрытые взаимные влияния различных факторов и вести причинный анализ (то есть давать ответы на вопросы "Почему?"); порождать возможные зависимости в накопленных данных (причем не только заранее заданного вида, например, линейные функции); анализировать наблюдаемые в накопленных данных аномалии; прогнозировать (на основе порожденных зависимостей) характер поведения объекта исследования.
Выделяют пять стандартных типов закономерностей, которые позволяют выявлять Data Mining: ассоциации, последовательность, классификация, кластеризация, прогнозирование. Ассоциации имеют место, если несколько событий связаны друг с другом. Например, исследование в супермаркете показывает, что 65% купивших чипсы берут и «колу», а при скидке за комплект «колу» приобретают 85%. Если существует цепочка связанных во времени событий, то говорят о последовательности. С помощью классификации выявляют признаки, характеризующие группу, к которой принадлежит объект. Кластеризация отличается от классификации тем, сами группы не заданы. Основой для прогнозирования является историческая информация, хранящаяся в базе данных в виде временных рядов. Если удается построить шаблоны, адекватно отражающие динамику поведения системы, то можно предсказывать её поведение в будущем.
4.4 Языки четвертого поколения

Языки четвертого поколения (4GL) представляют собой очень развитый к настоящему времени класс средств. Основная цель их создания состояла в снижении трудоемкости программирования и требований к уровню квалификации программистов. Одновременно в рамках таких языков решаются проблемы соблюдения в прикладных программах международных стандартов, поддержки метода создания приложений от прототипа, создания приложений сложной архитектуры, например, клиент/сервер.

Суть понятия языка "четвертого поколения" состоит в создании среды разработчика прикладной программы. Обычно в 4GL собственно язык программирования в явном виде отсутствует. Его заменяет совокупность заполняемых таблиц или рисуемых (создаваемых) программистом экранов, меню. По способу создания прикладной программы 4GL подразделяются на реализующие генерацию (Oracle) либо компилирующие, либо интерпретирующие прикладную программу (PRO IV) с помощью библиотеки процедур или классов (объектов). По отношению к СУБД языки четвертого поколения подразделяются на СУБД – зависимые и СУБД – независимые. Первые обычно поставляются вместе с СУБД (Oracle, Informix, Ingres). СУБД независимые 4GL обычно соединяются с несколькими СУБД с помощью мостов и позволяют создавать приложения для работы с несколькими СУБД в одной прикладной системе (PRO IV, JAM). Программы, написанные на таких языках, не только практически переносимы, но представляют собой абсолютно лучшее решение для гетерогенных (разнородных) сетей, а также систем, использующих несколько СУБД.

По смыслу, 4GL является "черным ящиком", каждое поколение (в смысле GL) все более отдаленно от компьютера. Именно эта последняя характеристика служит источником ошибок, которые, во многих случаях, труднее для отладки. С точки зрения приложений, 4GL является ориентированным на некоторую предметную область. Будучи более абстрагированным от машины 4GL ближе к своей предметной области. Учитывая разнообразие возможных предметных областей, ограничения 4GL приводят к необходимости для 5GL. 4GL эволюционировал под влиянием аппаратных и программных средств. Первым серьезным применением 4GL можно считать программный продукт созданный для ЖД Санта–Фе, причина по которой было решено использовать быстрое протипирование и семантически близкий к человеческому языку 4GL была в том, что было легче научить железнодорожных экспертов пользоваться системой чем научить программистов данной предметной области. Одним из первых языков, который обладал свойствами 4GL был разработан Джеральдом Кохэном для Mathematica, компании специализирующейся на математическом программном обеспечении. Позднее 4GL стали сильнее связаны с СУБД и значительно отличаются от первых разработок, что связанно с общим развитием техники и информатики.

Существует несколько типов средств 4GL.

Генераторы отчетов. На входе описание данных и формат генерируемого отчета, а на выходе либо сгенерированный отчет, либо программа для его генерации.

Генераторы форм. Схожи с предыдущим типом, осуществляют работу пользователя с данными или генерируют программы осуществляющие такое взаимодействие.

Более амбициозные 4GL, иногда называются среды четвертого поколения, пытаются автоматически генерировать целые системы из спецификации видов и отчетов, а также, возможно, определение некоторой дополнительной логики обработки. (Тут подразумевается использование CASE средств – Computer–Aided Software Engineering – автоматизации проектирования программных средств).

При управлении данными 4GLs (такие как SAS, SPSS и Stata) предоставляют сложные команды для манипуляции данными, условной выборкой данных и ведения документации, статистического анализа и ведения отчетности. Можно также отметить, что некоторые коммерческие 4GL программные продукты обеспечивают полный набор необходимых инструментов работы для создания приложений работы с данными.
Раздел 2 Первичный статистический анализ данных
Тема 5 Шкалирование
5.1 Традиционная систематизация шкал в прикладной статистике

5.2. Метрическая шкала в интеллектуальном анализе данных
5.3. Порядковая шкала в интеллектуальном анализе данных
5.4. Оппозиционные шкалы
5.1 Традиционная систематизация шкал в прикладной статистике
Шкалы. Отображение 
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, называется шкалой наименований, если его допустимым преобразованием является взаимно однозначное отображение 
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. Шкальные значения играют роль имен объектов. Здесь определено отношение равенства, которое соответствует отношению эквивалентности. Оно индуцирует на А разбиение на непересекающиеся классы. Эти признаки называют классификационными или номинальными. Примеры: профессия, национальность, пол, место рождения.

Отображение 
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 называется шкалой порядка, если его допустимым преобразованием является монотонно возрастающее непрерывное отображение 
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. Определены отношения равенства и порядка. Первое соответствует эквивалентности объектов, второе – порядку. Отношение эквивалентности индуцирует разбиение А на классы, а отношение порядка задает линейный порядок на множестве классов эквивалентности. Соответствующее отношение порядка задает порядок на множестве различных значений признака 

, которые называются градациями шкалы порядка. Эти признаки называют порядковыми или ординальными. В строгом смысле примеров шкалы нет. Условно примерами шкалы являются: сила ветра в баллах, образование, оценка на экзамене, шкала твердости минералов.

Отображение 
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 называется количественной шкалой: а) интервалов; б) отношений; в) разностей; г) абсолютной, если допустимым преобразованием является положительное линейное преобразование вида:
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где для каждого подвида количественной шкалы а)

; б)

; в)

; г)

. Примеры: а) любые показатели, значение которых может быть отрицательным: температура по Цельсию, летоисчисление, убытки – прибыль; б) возраст, вес, длина; в) квалификационные разряды, балльные оценки; г) количество элементов некоторого множества, адрес в памяти ЭВМ.
Интегрированная информация о шкалах приведена в таблицах 5.1–5.2.

Таблица 5.1– Разновидности качественной шкалы

	Наименование шкалы
	Множество допустимых преобразований f(x)
	Отношения, отвечающие шкале
	Допустимые числовые операции с измерениями
	Примеры измерения

	Наименований (номинальная, классификационная)
	Взаимно–однозначные преобразования 
	Эквивалентность
	Сравнения:

x=y, x<>y
	Национальность, пол, профессия, вид, оплаты труда

	Порядковая (ранговая, ординальная)
	Монотонно–неубывающие функции
	Квазипорядок (нестрогая ранжировка)
	Сравнения:
x<=y
	В строгом смысле примеров шкалы нет. Условно: шкала твердости минералов, экспертные ранжировки, оценки предпочтений


Таблица 5.2 – Разновидности количественной шкалы

	Разностей (балльная)
	F(x)=d+x
	Аддитивное метризованное
	Сравнения: 

x–y<=z–v; 

x+y, x–y
	Квалификационные разряды, балльные оценки

	Интервалов (интервальная)
	F(x)=d+kx, k>0
	4–арное мультипликативное метризованное 
	(x–y)/(z–v), x+y, x–y
	Любые показатели, значения которых могут быть отрицательными: температура по Цельсию, летоисчисление, прибыль (при наличии убытков), высота над уровнем моря

	Отношений (относительная)
	F(x)=kx, k>0
	Мультипликативное метризованное 
	X/y, x*y, x+y, x–y
	Температура по Кельвину, возраст, производительность труда


5.2. Метрическая шкала в интеллектуальном анализе данных
В памяти человека сведения об окружающем его мире и возможных действиях в нем упорядочены не только классифицирующими и ситуативными отношениями. Для фиксации соотношений отдельных информационных единиц он использует различные шкалы. Простейшие из них – метрические шкалы. С их помощью можно устанавливать количественные соотношения и порядок тех или иных совокупностей информационных единиц.

На рисунке 5.1а показана метрическая шкала, с помощью которой можно упорядочить по возрасту всех людей, известных системе.
Если, например, некий Петя в слоте «Возраст» характеризуется значением 16 лет, а некий Вася в своем слоте «Возраст» – значением 12 лет, то, имея шкалу, показанную на рис. 5.1а можно ответить на вопросы типа «Кто старше – Петя или Вася?» или «На сколько лет Петя старше Васи?» Метрические шкалы такого типа могут относиться к самым различным характеристикам, если для них существует хотя бы одна единица измерения.
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	Рисунок 5.1 – Примеры шкал


При наличии системы единиц с определенными количественными соотношениями получается множество метрических шкал, связанных между собой правилами переходов от одной шкалы к другой. Например, если бы Петя и Вася были детьми грудного возраста, то шкала, в которой единицей измерения служит год (рисунке 5.1а), была бы для них малоинформативной. Здесь более подошла бы шкала с единицей, равной месяцу или неделе.

На рисунке 5.1б показана такая шкала, на которой Петя и Вася занимают некоторые положения, характеризующие их возраст. Заметим, что при переходе от этой шкалы к шкале с единицей, равной году, Петя и Вася переместились бы в позиции, отмеченные на рисунке 5.1в, причем некоторая информация о разнице их возрастов была бы утрачена. Если в первом случае она составляла семь месяцев, то теперь стала равной одному году. Обратный переход от шкалы с годовыми делениями к шкале с месячными делениями неоднозначен, если у нас нет какой–либо дополнительной информации о наших персонажах (например, что Петя родился в ноябре, а Вася в июне).

В качестве начала отсчета на шкалах, показанных на рисунке 5.1, выступает некоторое событие «Момент рождения». Оно абсолютно, так как не зависит от персонажей, характеристики которых мы проецируем на шкалу возраста. Столь же абсолютно начальное событие, от которого мы отсчитываем историческое время. Оно носит название «Рождество Христово». От него в обе стороны по шкале времени мы ведем отсчет солнечным годам. В мусульманских странах таким событием является хиджра – переселение пророка Мухаммеда в 622 г. из Мекки в Медину. У других народов летоисчисление может основываться на иных великих в их жизни и истории событиях, идти от другого договоренного или абсолютного события. Метрические шкалы такого типа называются абсолютными метрическими шкалами.

Другой тип метрических шкал – относительные метрические шкалы. Начало отсчета на них меняется и каждый раз служит предметом специального договора. Очень часто это начало определяется текущим моментом высказывания или местом нахождения. Такие высказывания, как «Через два часа мы доедем до Москвы» или «Отсюда два километра до места моей работы», проецируются именно на относительные шкалы. Для относительных шкал используют такие же единицы измерений, как и для абсолютных.

5.3. Порядковая шкала в интеллектуальном анализе данных

Наконец, еще один вид шкал – порядковые шкалы. На них фиксируется лишь порядок информационных единиц. Примером такой шкалы может служить шкала тяжести преступлений, описываемая в юриспруденции. Все мы представляем себе, что кража – преступление менее значительное, чем убийство, а мелкое хулиганство не может находиться на шкале тяжести преступлений справа от кражи (рисунке 5.1г). Другим примером чисто порядковой шкалы может служить используемая при оценке успехов обучающихся в школе или институте шкала оценок: неудовлетворительно, удовлетворительно, хорошо, отлично. Во всех этих случаях на шкале нет никакой метрики, и мы не можем количественно оценить, насколько преступление кража тяжелее преступления мелкое хулиганство и насколько оценка «хорошо» превосходит оценку «удовлетворительно».

Среди порядковых шкал особый класс образуют размытые порядковые шкалы. Иногда их называют лингвистическими шкалами. Пример такой шкалы приведен на рисунке 5.1д. Метки на ней характеризуют частоту появления событий или процессов. В отличие от остальных шкал, показанных на рисунке 5.1, она ограничена с двух сторон маркерами Никогда и Всегда. В первом случае частота появления равна нулю, а во втором – единице. Этим маркерам соответствуют точечные деления на шкале. Остальным маркерам соответствуют не точечные деления, а некоторые интервалы, величина и расположение которых зависят от интерпретации словесных оценок, относящихся к шкале. Например, можно считать, что маркеру Часто соответствует случай, когда частота появления лежит в интервале от 0,7 до 0,8.

Происхождение размытых шкал тесно связано с наличием в естественных языках размытых квантификаторов, т. е. слов типа Много, Мало, Редко, Давно, Большой, Далеко, Близко и т. п. Если отобрать размытые квантификаторы, относящиеся к одному какому–либо параметру или признаку, то их можно упорядочить с помощью эксперимента с носителями языка. Для размытых квантификаторов. Относящихся к частоте появления событий или процессов, можно в результате такого эксперимента получить, например, следующий упорядоченный список размытых квантификаторов: Никогда; Чрезвычайно редко; Очень редко; Редко; Редко, но не слишком; Не часто – не редко; Часто, но не слишком; Часто; Очень часто; Почти всегда; Всегда.

На рисунке 5.1д показана шкала, в которой использована лишь часть этого списка. Но и приведенный нами в качестве примера список может еще более расширяться. Необходимость проведения экспериментов с людьми по упорядочиванию размытых квантификаторов объясняется тем, что мы не всегда ясно ощущаем их порядок. Например, размытые квантификаторы Нечасто и Нередко разными людьми будут помещены в разные места приведенной выше порядковой шкалы для характеристики «Частота появления событий и явлений».

После получения порядковой шкалы для размытых квантификаторов можно приступить ко второму этапу – построению размытой шкалы. Делать это можно различными способами. Один из наиболее простых – равномерно разделить отрезок между концевыми маркерами на столько отрезков, сколько промежуточных маркеров в порядковой шкале. В более сложных случаях можно опросить экспертов с целью определения границ отрезков, соответствующих каждому из промежуточных маркеров.

В связи с появлением теории нечетких множеств для построения отрезков, соответствующих маркерам размытой шкалы, стали использовать функции принадлежности, исследуемые в рамках этой теории. Такие функции интерпретируются как характеристические функции для размытых множеств. Размытое множество А обладает той особенностью по сравнению с классическими множествами, используемыми в математике, что о любом элементе а функция принадлежности дает не двузначный ответ, как характеристическая функция обычного множества (а принадлежит А или а не принадлежит А), а многозначный (а принадлежит А, а принадлежит А со степенью 
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Функция принадлежности для множества А обычно обозначается символом 
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. Ее значение, равное 0, соответствует утверждению, что данный элемент не принадлежит множеству А, а ее значение, равное 1, свидетельствует о безусловной его принадлежности множеству А.
Промежуточные значения 
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 не следует трактовать в вероятностном смысле, так как степень принадлежности элемента к размытому множеству не обязана иметь статистическую природу.

Функции принадлежности можно строить на основании экспериментов с людьми. Например, на рисунке 5.2 показана функция принадлежности для понятия «Старый человек». Конечно, в графике функции не все участки бесспорны. Его начало вряд ли может вызвать какие–либо сомнения. Никто не отнесет к старым людям ребенка, которому 5 или 10 лет, а также подростка. Дальнейшее изменение значения функции принадлежности во многом определяется теми реальными экспертами, которые высказывают свое мнение.
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	Рисунок 5.2 – Пример функции принадлежности


Например, для подростка человек, которому около 40 лет, как правило, воспринимается как «Старый человек». С другой стороны, в тех человеческих сообществах, где люди редко доживают до 50 лет. сорокалетний член общества также должен считаться уже «Старым человеком». Но для сообществ, в которых средняя продолжительность жизни приближается к 55–60 годам, порог старости сдвигается в сторону увеличения значений х. Так возникает переходное значение от 0 к 1 в функции принадлежности на рис. 5.2. Однако «хвост» функции вновь представляется бесспорным. Практически все эксперты будут считать человека, достигшего возраста 65– 70 лет, относящимся к множеству «Старые люди».

Из сказанного следует, что характер функции принадлежности во многом определяется некоторыми средними статистическими данными, некой нормой какого–либо явления, известной в данном социуме.
На рисунке 5.3 показаны два распределения, характерные для большого города типа Москвы и небольшого городка типа Дубны или Пущине. По оси абсцисс отложено время, затрачиваемое жителями этих городов при перемещении от дома до работы и обратно. Средства, используемые для передвижения, роли не играют, хотя и влияют на количественные оценки. Но качественная картина остается такой, как на рис. 5.3. Она показывает, что для жителя большого города характерна норма затрат времени на дорогу от дома на работу и обратно, близкая к 40 мин, а для жителя небольшого научного городка – близкая к 15 мин. Пересечение гистограмм горизонтальными линиями соответствует некоторым статистическим оценкам частоты появления событий, связанных с затратами времени на перемещение от дома до работы и обратно.
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Рисунок 5.3 – Примеры функции принадлежности для двух городов

Выберем некоторую ординату, отвечающую частоте 0<а<1, и спроецируем на ось абсцисс соответствующие отрезки. На рис. 8 их проекции снабжены штриховкой. Время перемещения, характеризуемое ими, можно считать а–нормой затрат времени на перемещение между домом и работой для жителя небольшого городка и жителя большого города. В нашем случае обе а–нормы равны соответственно отрезкам времени [10 и 25 мин] и [27 и 79 мин]. Появление а–норм делает возможным говорить об отклонениях от них. Если а выбрано так, что для большинства жителей а–норма воспринимается просто как обычная норма, то становится возможным оценивать то или иное время, затрачиваемое на дорогу между домом и работой, как нормальное, большое или маленькое.

Если для оценки времени перемещения из дома на работу и обратно используется шкала из размытых квантификаторов типа Быстро, Нормально, Долго, Очень долго, то им будут соответствовать для жителя маленького городка и для жителя большого города различные отрезки на оси абсцисс. Для их нахождения надо проводить соответствующие уровни отсечки, подобные а–уровню, с помощью которого мы получили отрезки оси абсцисс, относящиеся к понятию нормы. На рис. 5.3 для примера показан уровень отсечки Р и соответствующие отрезки на оси абсцисс, которым в выбранной нами шкале размытых квантификаторов соответствует квантификатор Быстро.

Уровни отсечки должны подбираться таким образом, чтобы выделяемые ими отрезки на оси абсцисс не перекрывались и не оставляли пустых мест, которым не соответствует никакой квантификатор из выбранной размытой шкалы. Техника работы с такими объектами хорошо известна из теории нечетких множеств.

Отметим еще важное обстоятельство, а именно, что сами по себе нечеткие квантификаторы ничего конкретного не характеризуют. Они лишь фиксируют порядок, образующийся на размытой шкале. В самом деле, что значит Много? Во фразах «На концерт пришло много народу» и «В футбольном матче было забито много голов» вряд ли говорится об одинаковом количестве. Жить близко от работы, как следует из рис. 5.3 –совсем разные понятия для жителя небольшого городка и жителя большого города.

Такая неоднозначность затрудняет сравнение между собой информационных единиц, расположенных на различных размытых шкалах. Однако эта трудность преодолима. Она решается путем введения универсальных размытых шкал, на которые с помощью специальных процедур проецируются различные размытые шкалы, соответствующие одним и тем же спискам размытых квантификаторов.

Термин «шкала» обычно ассоциируется с одномерным образованием. Но шкалы могут иметь и больше измерений. Трехмерные системы координат иллюстрируют пример шкал такого типа.

Когда мы делили шкалы на абсолютные, относительные и размытые, то нас интересовали два параметра: наличие начала отсчета и та единица, которая либо измеряет шкалу, либо не измеряет ее (в таком случае шкала задает лишь порядок, как на размытых шкалах). Между выделенными нами типами шкал могут существовать и переходные, смешанные типы. Например, порядковая шкала с размытыми метками может быть соотнесена с четко заданным началом отсчета. Примеры такого типа демонстрируют высказывания: «Недалеко от Москвы лежит город Дмитров» или «В пять часов пятнадцать минут он сказал: «Ждать осталось недолго». Возможны и другие переходные типы шкал. Например. «Когда–то Иванов решил, что через два года он женится» или «За три километра до того, как это случилось, Петр уже почувствовал, что мотор барахлит».

5.4. Оппозиционные шкалы

Множества абсолютных и относительных метрических шкал и порядковых шкал, включая размытые шкалы, не исчерпывает всех шкал, используемых в когнитивных структурах, характерных для человека. Следующую группу применяемых нм для упорядочения информационных единиц шкал представляют оппозиционные шкалы. В истории развития человеческого мышления они сыграли выдающуюся роль. По–видимому, именно оппозиционные шкалы заложили основу восприятия мира человеком не как хаотического набора ситуаций и фактов, а как определенным образом упорядоченное их единство. Бинарная оппозиция, противопоставление двух фактов, явлений или свойств друг другу лежат в основе мировосприятия у всех народов. Инь и Ян у китайцев, левое и правое, мужское и женское, этот мир и тот (загробный) мир – все эти и многие другие примеры суть отражения бинарных оппозиций в сознании человека. И оппозиционные шкалы – одно из проявлений универсального способа постижения окружающего мира.

Оппозиционные шкалы образуются с помощью пар слов антонимов. Такие пары есть в каждом естественном языке. Их число для различных языков колеблется около 400, Примерами их могут служить Сильный–Слабый. Красивый–Безобразный. Хороший– Плохой, Острый–Тупой, Тяжелый–Легкий и т. п. В оппозиционных шкалах маркированы лишь концы шкалы. Середине ее, играющей роль начальной позиции, соответствует нейтральное значение, уравновешивающее значения маркеров на концах шкалы. Так, в середине шкалы Хороший–Плохой находится позиция Не плохой–не хороший, а в середине шкалы Сильный–Слабый – позиция Не сильный–не слабый. Как правило, остальные позиции на оппозиционных шкалах никак не маркированы, либо эта маркированность выражается словосочетаниями типа: Не очень плохой; Не слишком слабый и т. п.

Дальнейшее расширение оппозиционных шкал за границы слов антонимов может осуществляться за счет словосочетаний типа Очень сильный, Чрезвычайно острый, Беспредельно плохой. Несмотря на возможность расширения, оппозиционные шкалы ограничиваются замыкающими маркерами, как бы абсолютными значениями соответствующих качеств и свойств. Например, шкалы Добрый–Злой замыкают маркеры абсолютной доброты и зла, а шкалу Красивый–Безобразный – маркеры абсолютной красоты и безобразия.

На оппозиционные шкалы можно отображать самые разнообразные сведения об окружающем мире и нашем положении в нем. Только благодаря таким шкалам можно говорить, что «Петя красивее Васи», «Сильные люди, как правило, добры», «Острые предметы опасны». Два последних высказывания демонстрируют установление отношений между оппозиционными шкалами. Одна шкала оказывается зависимой от другой.

Постигая закономерности физического мира, отражая информацию о нем на перцептивных (связанных с восприятием) и когнитивных (связанных с понятиями) шкалах, человек затем использует те же шкалы и для отражения на них своего мира и тех понятий, которыми он оперирует. Можно выдвинуть гипотезу, согласно которой любое понятие человеческого языка как бы приобретает второй план, проецируясь на оппозиционные шкалы физического мира. Именно поэтому можно употреблять такие эпитеты, относящиеся к духовному облику человека, как низкий, тяжелый или широкий, характеризовать ум человека как острый или недалекий, приписывать состоянию горя эпитет тяжелое, а состоянию радости – беспредельная, легкая или светлая.

Существуют также оппозиционные шкалы, появление и использование которых однозначным образом обусловлено особенностями человеческой психики, формированием коллективного сознания и самосознания отдельной личности. Примером такой шкалы служит шкала Мы–Они. В процессе эволюции человека она претерпела несколько изменений. Предполагается, что подобная шкала возникла в глубокой древности, когда сосуществовали друг с другом как люди в современном понимании этого слова (т. е. представители вида Homo sapiens), так и палеоантропы, стоящие на ступенях эволюции ниже современного человека. Эта шкала отражала глубокое различие между мы и они, т.е. между людьми и теми, кто хотя и похож на них, все–таки не человек в подлинном смысле слова. Шкала Мы–Они в тот период была эквивалентна шкале Люди–Не люди. Такое значение шкалы Мы–Они сохранилось и до нашего времени. Когда мы говорим о каком–либо представителе рода человеческого, что он «сущий зверь», или характеризуем некий поступок словами «люди так не поступают», то используем оппозиционную шкалу Мы–Они в том первоначальном значении, которое дошло до нас из глубин человеческой истории.

Позже шкала Мы–Они стала играть несколько иную роль. Палеоантропы вымерли, землю заселили представители вида Homo sapiens, но они оказались разделенными на изолированные друг от друга сообщества. Уклад их жизни, обычаи, способ общения друг с другом и с природой стали различными. Сохранение единства, некоторой общности мы требовало неукоснительного следования идее общественной имитации сложившихся форм жизни. Так возникали сложнейшие системы табу и ритуалов. Выполнение их обеспечивало принадлежность к мы. И оно же отделяло мы от других человеческих сообществ, которые заняли место они на шкале Мы–Они. Если они и люди, то живущие неправильно и плохие. Здесь кроются корни последующих человеческих столкновений на почве религии и различных укладов жизни.

Тема 6 Восстановление пропущенных переменных
6.1. Разновидности первичной статистической обработки
6.2. Восстановление пропущенных переменных

6.3. Алгоритм ZET заполнения пробелов в таблице экспериментальных данных
6.1 Разновидности первичной статистической обработки
При первичной статистической обработке данных обычно решаются следующие задачи: отображение вербальных переменных в номинальную (с предписанным числом градаций) или ординальную (порядковую) шкалу; статистическое описание исходных совокупностей с определением пределов варьирования переменных; анализ резко выделяющихся переменных; восстановление пропущенных значений наблюдений; проверка статистической независимости последовательности наблюдений, составляющих массив исходных данных; унификация типов переменных, когда с помощью различных приёмов добиваются унифицированной записи всех переменных; экспериментальный анализ закона распределения исследуемой генеральной совокупности и параметризация сведений о природе изучаемых распределений (эту разновидность первичной статистической обработки называют иногда процессом составления сводки и группировки); вычислительная реализация учета сложности задачи и возможностей ЭВМ; формулировка задачи на входном языке пакета статистической обработки.

6.2 Восстановление пропущенных переменных
Непараметрический подход к оценке пропусков в матрице данных. Наряду с подходом, требующим аналитического задания закона распределения, существует и другой, основанный на использовании расстояния между параметрами объектов (в некоторой метрике), определяемого по значениям признаков, измеренных у обоих объектов. Постулируется, что, если два объекта близки в пространстве измеренных признаков, то они должны быть близки и в пространстве по неизмеренным признакам. Метрика и пороговое значение расстояния, определяющие близость объектов, вводятся в зависимости от условий задачи (шкалы, количества признаков). Рассмотрим схематично конкретизацию этого подхода в известном алгоритме ZET. Пусть у объекта Xi требуется оценить значение пропущенного признака x(j) , т.е. оценить 

 в матрице X. Для этого в X выделяется подмножество объектов, у которых измерено значение j–го признака. В этом подпространстве выделяется однородная группа объектов наиболее близких к Xi в подпространстве признаков, полученном из исходного пространства исключением j–го признака. Неизмеренное значение 

 заменяется средним по выделенной группе объектов. Для оценки качества заполнения пропусков ввести формализованный критерий трудно. Приближенно его оценивают например так: из матрицы X случайным образом исключается часть измеренных значений, затем исключенные пропуски заполняются. Мера качества заполнения определяется с помощью меры заполнения истинных значений от полученных.
6.3. Алгоритм ZET заполнения пробелов в таблице 
экспериментальных данных
Задача эффективного восстановления пропусков в таблицах данных является одной из наиболее актуальных проблем в области анализа данных. Разработанный алгоритм – модификация известного алгоритма ZET – универсален относительно характера распределения и объема выборки. В основе алгоритма ZET лежат три предположения. 

Первое (гипотеза избыточности) состоит в том, что реальные таблицы имеют избыточность, проявляющуюся в наличии похожих между собой объектов (строк) и зависящих друг от друга свойств (столбцов). Если избыточность отсутствует (как, например, в таблице случайных чисел), то предпочесть один прогноз другому невозможно. 

Второе предположение (гипотеза аналогичности) состоит в утверждении, что, если некоторая пара объектов близка по значениям (n–1) свойств, то она близка и по n–ному свойству. 

Третье предположение (гипотеза локальной компетентности) заключается в том, что избыточность носит локальный характер: у каждого объекта есть свое подмножество объектов–аналогов и у каждого свойства есть свое подмножество свойств–аналогов. Если это так, то не имеет смысла привлекать к предсказанию значения некоторого элемента bij информацию, содержащуюся в строках, не похожих на i–ю строку, и в столбцах, не похожих на j–й столбец. В предсказаниях должны участвовать только так называемые "компетентные" строки и столбцы, которые выбираются для каждого предсказываемого элемента отдельно.

В работе алгоритма ZET можно выделить три этапа. 

Этап 1. На первом этапе для данного пробела из исходной матрицы "объект – свойство", столбцы которой нормированы по дисперсии, выбирается подмножество "компетентных" строк и затем для этих строк – подмножество "компетентных" столбцов. 

Этап 2. На втором этапе автоматически подбираются параметры в формуле, используемой для предсказания пропущенного элемента, при которых ожидаемая ошибка предсказания достигает минимума. 

Этап 3. На третьем этапе выполняется непосредственно прогнозирование элемента по этой формуле.

Под "компетентностью" l–той строки по отношению к i–той строке понимается величина Lil, обратно пропорциональная расстоянию между этими строками. "Компетентность" k–того столбца по отношению к j–тому столбцу Ljk пропорциональна модулю коэффициента корреляции между ними. По указанию пользователя программа выбирает подматрицу любого размера в пределах от 2*2 до n*m. Обычно используется подматрица, содержащая от 3–х до 7–и строк и столбцов. 

В процессе предсказания значения пробела с использованием зависимостей между j–тым и всеми остальными (k–тыми) столбцами с помощью уравнений линейной регрессии вырабатываются "подсказки" bk. Если в подматрице было q+1 столбец, то q подсказок усредняются с весом, пропорциональным компетентности соответствующего столбца. В итоге получается прогнозная величина bj, порожденная избыточностью, содержащейся в столбцах:
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Здесь [image: image24.wmf]a

 – коэффициент, регулирующий влияние компетентности на результат предсказания. При малых значениях [image: image25.wmf]a

 разница в компетентности сказывается мало, при больших [image: image26.wmf]a

 более компетентные столбцы влияют гораздо больше других. Выбор [image: image27.wmf]a

 и составляет суть этапа подбора формулы для прогнозирования: все известные элементы j–того столбца предсказываются при разных значениях [image: image28.wmf]a

. Затем выбирается такое значение [image: image29.wmf]a

, при котором ошибка прогноза оказалась минимальной. По формуле (6.1) с выбранным значением [image: image30.wmf]a

 делается прогноз bj величины пропущенного элемента. 

Процедура заполнения пробела с использованием зависимости между i–той строкой и всеми s другими (l–тыми) строками (1,2,..l...s) аналогична вышеописанной и делается по формуле:
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Для выбора [image: image32.wmf]a

 здесь используются все известные элементы i–той строки и выбор делается при минимальном значении ошибки их предсказания. Общий прогноз bij значения пропущенного элемента bij получается усреднением bi и bj.

Тема 7 Унификация, анализ выбросов, преобразование исходных данных
7.1 Отношение, признаки, измерения
7.2 Унификация типа переменных

7.3 Анализ выбросов
7.4 Преобразование Бокса–Кокса

7.1 Отношение, признаки, измерения
Для описания разнородных задач первичной статистической обработки помимо обычного языка математической статистики удобно использовать терминологию теории бинарных отношений. Опишем кратко основные понятия. 

Отношения. Бинарное отношение Р на множестве объектов 
[image: image33.wmf]A

 – подмножество упорядоченных пар объектов (а, в) декартового произведения 
[image: image34.wmf]A

 на 
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: 
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У некоторых особо важных отношений есть специальные названия. 

Отношение эквивалентности разбивает все множество объектов на не пересекающиеся классы, в каждом из которых объекты признаются тождественными, неразличимыми, а из разных классов – нетождественными. 

Квазипорядок (нестрогий порядок) определяет отношение "быть не меньше". Если исключить из него возможность равенства элементов, то оно превратится в порядок. 

Толерантностью называется отношение "похожести". В анализе данных оно имеет особую роль, так как объединение объектов происходит по похожести. Здесь в отличие от эквивалентности из а=в, в=с не следует а=с. 

Метризованное отношение. Каждому отношению на множестве объектов 
[image: image37.wmf]a
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 можно сопоставить матрицу 
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 из бинарных значений rij={0,1}, где
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иначе. Понятие "отношение " можно расширить, распространив его на количественные признаки. В 1977 Б. Г. Литваком введено понятие "метризованного отношения". "Метризованным отношением" называется пара <W(Р),Р> , где Р – отношение, W(Р) – множество чисел (весов), характеризующих "степень принадлежности" пары к данному "метризованному отношению". Вместо булевских матриц (rij) вводятся матрицы с вещественными элементами 

, которые определяются (для линейных отношений порядка).



 


Признаки. Отношения определены на парах объектов. Признак – это свойство, измеренное на каждом объекте. Может случиться, что отношение существует, а измеримые признаки им не отвечают. Так, отношению толерантности нельзя сопоставить признак, определенный на каждом объекте. 

Измерение. Рассмотрим способы измерения признаков. Обычно под процедурой измерения какого–либо свойства понимается приписывание некоторых числовых значений отдельным уровням этого свойства в определенных единицах. При этом важно знать в какой мере условность в выборе единиц измерения повлияет на значение показателя. Например, если стоимость продукции измерить в рублях, а потом в тысячах рублей, то изменится лишь число единиц измерения, суть же останется прежней. Здесь возможно умножение, деление на константу, т. е. масштабирование. Бессмысленно задавать масштаб для температуры по Цельсию, так как мы не можем сказать во сколько раз –5

 меньше +10

. Таким образом, разные типы признаков имеют разное множество допустимых преобразований 

 своих значений, которое определяет тип шкалы. 

Типовые структуры признаков 
Признаки, описывающие объекты получаются по–разному. В зависимости от того, как измеряют или оценивают значение признака, они могут быть первичными или вторичными. Замер берётся за значение признака. Можно выделить шесть типов признаков:

К первому типу относится прямое измерение, т.е. измерение с использованием приборов (например, измерение длины стола линейкой, измерение скорости машины спидометром, измерение температуры воздуха градусником, измерение силы тока амперметром, измерение глубины моря тахометром и т.д.) или при помощи счета (например, сосчитать количество книг на полке, количество фруктов в ящике, количество рыб в аквариуме и т.д.).

Ко второму типу относится прямое измерение с последующим аналитическим преобразованием, зависящим от параметров (они вносят случайный разброс в значение). Это измерение подразделяется на одноуровневое, т.е. измерение на объекте и двухуровневое – на группе объектов (например, измерение дозы облучения – человека помещают в некоторую камеру, где одновременно измеряется его вес, количество радиационных частиц, содержащихся в нем и получают представление о дозе внутреннего облучения).

К третьему типу относится аналитическая комбинация: 
[image: image40.wmf]å
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 нескольких первого типа или нескольких первого и второго типов (характеристика группы людей – имеется некоторое количество детей в группе, известен их вес, рост, нужно определить средние характеристики по группе, например, средний вес, процент девочек в группе).

К четвёртому типу относится прямая экспертная оценка (например, уровень подготовленности студента, пригодность продуктов для употребления, возможность использования природных ресурсов и т.д.).

К пятому – прямая экспертная оценка с последующим аналитическим преобразованием (например, в зависимости от компетентности эксперимента, т.е. от степени доверия к оценке, полученной экспертом, получается результирующая оценка путём умножения исходной оценки на некоторый коэффициент, который является функцией от компетентности).

К шестому – аналитическая комбинация экспертных оценок (например, берётся несколько экспертных оценок и у каждой есть своя компетентность, и вычисляется средняя оценка).

7.2 Унификация типа переменных

Одна из сложностей автоматизированного анализа информации заключается в том, что среди признаков могут быть количественные и качественные (порядковые или классификационные), а большинство методов статистической обработки предполагают их однотипность. Поэтому и возникает вопрос об унификации записи единичного наблюдения.

1–й вариант решения. Наблюдение представляют в виде вектора размерности 

, 

 – число градаций (интервалов группирования, уровней качества или однородных групп) признака 

. Компоненты этого вектора принимают значение 0 или 1. Недостатки: субъективизм в выборе способов разбиения диапазонов количественных признаков, потеря информативности при переходе от индивидуальных к групповым значениям.

2–й вариант. Преобразование качественных переменных в количественные с помощью "оцифровки" (шкалирование).

3–вариант. Сведение классификационных и количественных данных к порядковым.

7.3 Анализ выбросов

При наличии таких данных возникает вопрос: чем объяснить обнаруженные резкие отклонения в исходных данных? Например, объясняются ли они природой анализируемой генеральной совокупности? Если случайные колебания выборочных значений обусловлены искажениями стандартных условий сбора статистических данных или прямыми ошибками регистрации и записи, то их надо исключить. Наиболее надежным способом решения вопроса об исключении данных из рассмотрения является изучение условий регистрации и сбора данных. Если невозможен анализ условий, при которых регистрировалось аномальное наблюдение, то обращаются к статистическим методам. Их общая логическая схема: исходя из исходных предложений о природе анализируемой совокупности данных, исследователь задается функцией 

 (

– все имеющие наблюдения, 

 – подозрительные наблюдения), характеризующей степень аномальности, определяет значение 

 и сравнивает с пороговым значением 

. При 

 подозрительное наблюдения исключается, или для него определяется весовой коэффициент. В вероятностной постановке 

 определяется из стандартных статистических таблиц с учётом закона распределения статистики 

 в предположении необоснованности относительно 

. В других случаях 

 определяется из содержательных соображений.

Статистические процедуры анализа резко выделяющихся наблюдений основаны на предположении однородности данных. При этом выбросы рассматриваются как наблюдения, нетипично удаляющиеся от центра распределения. Основная трудность при использовании имеющихся аналитических процедур состоит в том, что реальная доля “засорения” не известна, а оценивается по тем же данным, по которым проверяется значимость отклонения. Наиболее устойчивы к отклонениям от предположения нормальности основной части выборки графические процедуры. При использовании статистических методов выделения выбросов следует иметь в виду, что выбросы могут оказаться наиболее существенной частью выборки, проясняющей, например то, как собирались данные (например, изменение условий эксперимента, не замеченное исследователем). Данная задача распадается на два этапа: выделение подозрительных наблюдений; проверка статистической значимости отличий от основной массы данных. Оба этапа основываются на определенных предположениях о распределении основной (не засоренной) части наблюдений и выбросов (засорений). Обычно предполагают, что не засоренная часть наблюдений имеет одно или многомерное нормальное распределение с неизвестными параметрами 
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7.4. Преобразование Бокса–Кокса

Практически все методы многомерного анализа опираются на предположение о нормальности распределения входящих в модель случайных величин. Когда мы имеем несимметричную эмпирическую функцию распределения, имеет смысл преобразовать статистические данные так, чтобы получить вид функции плотности, наиболее приближённый к симметричному. Для этого используются системы уравнений, рекомендуемые Дж. Боксом и Д. Коксом, позволяющие преобразовать выборку {Xi} к выборке {Zi} с условием максимального приближения.

Системы уравнений преобразования имеют вид:
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В этих системах используются параметры преобразования 
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 – для системы (8.1), 
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,
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– для системы (8.2), которые подбираются путём минимизации критерия, в качестве которого рассматривается сумма квадратов отклонений от линии регрессии на нормальной вероятностной бумаге.

Алгоритм преобразования, реализованный в программе, можно представить в виде следующих этапов:

1. Устанавливаем минимальное и максимальное значения параметра для 
[image: image49.wmf]min
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и 
[image: image50.wmf]max

l

. По умолчанию берутся значения из интервала [–2, 5], но пользователь может установить и свои границы.

2. Рассчитываем шаг изменения 
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, равный:
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3. Считаем в цикле 10 значений Ri (i=0,…,9) для критерия, изменяя 
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 на 
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step

, используя для преобразования формулу (8.1).

4. Из десяти значений Ri выбираем наименьшее и считаем новый интервал для 
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, равный:
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где imin – номер минимального Ri.

5. Если шаг превосходит 0.01, то переходим к этапу 2. Иначе считаем, что наша выборка оптимально приближена к симметричному виду для данного начального интервала. При желании пользователь имеет возможность изменить начальный интервал параметра и повторить подбор.

6. Полученная после наилучшего преобразования выборка проверяется на нормальность. Если гипотеза о нормальности подтверждается, то оцениваются теоретические параметры распределения.
Тема 8 Разведочный анализ данных

8.1. Разведочный анализ данных

8.2. Модели структуры многомерных данных 

8.3. Методы снижения размерности

8.4. Эвристические методы снижения размерности

8.1. Разведочный анализ данных

Разведочный анализ (5–й этап классификации) объединяет всевозможные методы предварительной статистической обработки, предназначенные для «прощупывания» исходных данных с цель выявления специфики вероятностной и геометрической природы. На «выходе» этапа должны быть учтены сведения о физическом механизме генерирования наших исходных данных, т.е. о базовой математической модели механизма.

Разведочный анализ применяется, когда у исследователя отсутствует априорная информация о статистическом или природном механизме порождении имеющихся данных. Он предназначен для формулировки статистических гипотез, которые затем на этапе подтверждающего анализа проверяются.

Важнейшим его элементом является широкое использование визуального представления исходных данных. Преобразование (линейное или нелинейное) данных позволяет линеаризовать связи или упростить их для дальнейшего описания структуры данных. 

8.2. Модели структуры многомерных данных 
Если данные заданы в виде матрицы данных, то объекты можно представить в виде точек в многомерном (р–мерном) пространстве. Для описания структуры этого множества точек в РАД используется одна из следующих статистических моделей:

– модель облака точек примерно эллипсоидальной конфигурации;

– кластерная модель, т.е. совокупность нескольких «облаков» точек, достаточно далеко отстающих друг от друга;

– модель «засорения» (компактное облако точек и при этом присутствуют дальние выбросы);
– эмпирический образ данных в виде покрытия выборочных точек многомерного признакового пространства сетью гиперпараллелепипедов с оцененной плотностью распределения (многомерный аналог гистограммы)

– модель носителя точек как многообразия (линейного или нелинейного) более низкой размерности, чем исходное: типичным примером является выборка из вырожденного распределения; в рамках этой модели можно рассматривать и регрессионную модель, когда соответствующие многообразие допускает функциональное представление 
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–предсказывающие признаки, 
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– ошибка,
– дискриминантная модель, когда точки разделены на несколько групп и дана информация о их принадлежности к той или иной группе.
8.3. Методы снижения размерности
Различные версии моделей и методов факторного анализа (центроидный, максимального правдоподобия, экстремальной группировки параметров, корреляционных плеяд и др.) основаны на общей базовой идее, в соответствии с которой значения всех признаков x(1), ..., x(p) анализируемого набора формируются под воздействием сравнительно небольшого числа одних и тех же (общих) факторов f(1), ..., f(р'), не поддающихся, правда, непосредственному измерению (и потому называющихся латентными).В определенном смысле эти общие факторы выступают в роли причин, а наблюдаемые (анализируемые) признаки – в роли следствий.

Поскольку число общих (латентных) факторов существенно меньше числа анализируемых признаков, то методы факторного анализа в конечном счете нацелены (так же как и метод главных компонент) на снижение размерности анализируемого признакового пространства.

Статистическая реализация модели факторного анализа предусматривает последовательное решение вопросов существования такой модели, ее идентификации (т. е. возможности ее однозначного восстановления по исходным статистическим данным), алгоритмического определения ее структурных параметров (т. е. определения способа вычисления неизвестных параметров модели при точно известной ковариационной матрице анализируемого многомерного признака) и их статистической оценки по имеющимся наблюдениям, включая статистические оценки для самих общих (латентных) факторов.

Наиболее распространенной в практике статистических исследований и наиболее теоретически разработанной является каноническая модель факторного анализа, в которой признаки линейно зависят от факторов, факторы взаимно некоррелированы между собой и со случайными остатками модели, а случайные остатки в свою очередь взаимно некоррелированы и нормально распределены.

Между методом главных компонент и линейной моделью факторного анализа имеется идейная общность: и тот и другой метод можно рассматривать как метод аппроксимации набора анализируемых переменных с помощью линейных функций от сравнительно небольшого числа одних и тех же вспомогательных переменных (главных компонент – в одном методе и общих факторов – в другом). Их небольшое различие – лишь в конкретизации критерия точности аппроксимации.

Наиболее «узкие места» в практической дееспособности модели факторного анализа связаны с решением задачи оценки числа р' общих факторов модели и с содержательной интерпретацией найденных общих факторов. Для успешного решения последней задачи широко пользуются неоднозначностью (с точностью до ортогонального преобразования) определения общих факторов и соответственно возможностью их разнообразных «вращений» в факторном пространстве.

Наряду с математико–статистическими методами снижения размерности, т. е. с методами, допускающими описание и интерпретацию в терминах строгой вероятностной модели, существуют и широко используются в статистической практике так называемые эвристические методы. Свое название они оправдывают тем, что порождаются обычно некоторыми частными целевыми установками, выраженными в виде установленных на содержательно субъективном уровне оптимизируемых критериев качества решения задачи. К таким методам, в частности, относятся методы экстремальной группировки параметров, метод корреляционных плеяд, некоторые «кластерные» приемы и т. п.

8.4. Эвристические методы снижения размерности
Природа эвристических методов. Метод главных компонент и модели факторного анализа допускают интерпретацию в терминах той или иной строгой вероятностной модели и, следовательно, подразумевают возможность исследования свойств рассматриваемых процедур в рамках теории математической статистики. Существуют методы, подчиненные некоторым частным целевым установкам (наименьшее искажение геометрической структуры исходных «выборочных точек», наименьшее искажение их эталонного разбиения на классы и т. д..), но не формулируемые в терминах вероятностно–статистической теории. Процедура выбора целевой установки, подходящей именно для данной конкретной задачи, практически не формализована, носит эвристический характер, т. е., как правило, обусловливается лишь опытом и интуицией исследователя. Поэтому такие методы называют эвристическими.
При отсутствии априорной или выборочной предварительной информации о природе исследуемого вектора наблюдений и о генеральных совокупностях, из которых эти наблюдения извлекаются, точно в таком же невыгодном положении находятся и методы факторного анализа и главных компонент. Однако для них все–таки существует принципиальная возможность теоретического обоснования (при наличии соответствующей дополнительной информации), в то время как лишь некоторые из эвристических методов удается впоследствии теоретически обосновать в рамках строгой математической модели.
Подчеркнем, что факт описания здесь методов снижения размерности, не использующих предварительной информации, например обучающих или квазиобучающих выборок, целесообразно расценивать лишь как следствие признания неизбежности ситуаций, в которых такой информации не имеется, но не как стремление рекламировать эти методы в качестве наиболее эффективных. В действительности же обоснование и эффективное решение задач снижения размерности можно получить лишь на пути глубокого профессионального анализа, дополненного статистическими методами, использующими предварительную выборочную (обучающую) информацию.
Метод экстремальной группировки признаков. При изучении сложных объектов, заданных многими параметрами, возникает задача разбиения параметров на группы, каждая из которых характеризует объект с какой–либо одной стороны. Но получение легко интерпретируемых результатов осложняется тем, что во многих приложениях измеряемые параметры (признаки) лишь косвенно отражают существенные свойства, которыми характеризуется данный объект.
Так, в психологии измеряемые параметры – это реакции людей на различные тесты, а выражением существенных свойств, общими факторами, являются такие характеристики, как тип нервной системы, работоспособность и т.д. Подобная природа формирования набора частных характеристик объекта или системы присуща широкому классу явлений и процессов в экономике, социологии, медицине, педагогике и т. д.
Оказывается, что во многих случаях изменение какого–либо общего фактора сказывается неодинаково на измеряемых признаках, в частности, исходная совокупность из р признаков обнаруживает такое естественное «расщепление» на сравнительно (с p) небольшое количество групп, при котором изменение признаков, относящихся к какой–либо одной группе, обусловливается в основном каким–то одним общим фактором, своим для каждой такой группы. После принятия этой гипотезы разбиение на группы естественно строить так, чтобы параметры, принадлежащие к одной группе, были коррелированы сравнительно сильно, а параметры, принадлежащие к разным группам, – слабо. После такого разбиения для каждой группы признаков строится случайная величина, которая в некотором смысле наиболее сильно коррелирована с параметрами данной группы; эта случайная величина интерпретируется как искомый фактор, от которого существенно зависят все параметры данной группы. Очевидно, подобная схема является одним из частных случаев общей логической схемы факторного анализа. В отличие от классических моделей факторного анализа при эвристически–оптимизационном подходе группировка признаков и выделение общих факторов делаются на основе экстремизации некоторых эвристически введенных функционалов. Разбиения, оптимизирующие функционал J1 или J2, называются экстремальной группировкой параметров. Вообще под задачей экстремальной группировки набора случайных величин x(1), ..., x(p) на заранее заданное число классов р' понимают отыскание такого набора подмножеств S1, S2, ..., Sp' натурального ряда чисел 1, 2, ..., р, что 
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 и таких р' нормированных (т. е. с единичной дисперсией – D f(l) =1) факторов f(1), ..., f(р'), которые максимизируют какой–либо критерий оптимальности.
Раздел 3 Классификация, распознавание образов и временные ряды
Тема 9 Типологизация математических постановок задач классификации

9.1 Типологизация математических постановок задач классификации 

9.2 Статистический подход в распознавании образов

9.3 Распознавание образов с помощью линейной дискриминантной функции

9.4 Лингвистический подход в распознавании образов

9.1 Типологизация математических постановок задач 
классификации 

Целесообразность и эффективность применения тех или иных методов классификации и снижения размерности гак же, как их предметная осмысленность, обусловлены конкретизацией базовой математической модели, т. е. математической постановкой задачи. Определяющим моментом в выборе математической постановки задачи является ответ на вопрос, на какой исходной информации строится модель. При этом исходная информация складывается из двух частей: 1) из априорных сведений об исследуемых классах; 2) из информации статистической, выборочной, т. е. так называемых обучающих или частично обучающих.

Априорные сведения об исследуемых генеральных совокупностях относятся обычно к виду или некоторым общим свойствам закона распределения исследуемого случайного, вектора Х в соответствующем пространстве и получаются либо из теоретических, предметно–профессиональных соображений о природе исследуемого объекта, либо как результат предварительных исследований. Получение выборочной исходной информации в экономике и социологии, как правило, связано с организацией системы экспертных оценок или с проведением специального предварительного этапа, посвященного решению задачи простой типологизации анализируемых объектов в пространстве результирующих показателей.

Классификация задач разбиения объектов на однородные группы (в зависимости от наличия априорной и предварительной выборочной информации) и соответствующее распределение описания аппарата решения этих задач представлены в таблице 9.1.

9.2 Статистический подход в распознавании образов

В распознавании образов используются статистический и лингвистические подходы. Статистический подход в распознавании образов используется тогда, когда прямая идентификация образа или класса невозможна. Детерминированный или лингвистический подход – когда возможна прямая идентификация образа. Например, по числу углов многоугольника можно определить его тип.

Таблица 9.1 – Типологизация математических постановок задач классификации

	Априорные сведения о классах (генеральных совокупностях)
	Предварительная выборочная информация

	
	нет информации
	есть частично обучающие выборки
	есть обучающие выборки

	Некоторые самые общие предположения о законе распределения исследуемого вектора: гладкость, сосредоточенность внутри ограниченной области и т.п.
	Классификация без обучения: кластер–анализ, таксономия, распознавание образов «без учителя», иерархические процедуры классификации
	Методы кластер–анализа, дополненные основанным на частично обучающих выборках выбором начальных приближений числа и центров классов, их ковариационных матриц
	Непараметрические методы дискрими–нантного анализа

	Различаемые генеральные совокупности заданы в виде параметрического семейства законов распределения вероятностей (параметры неизвестны)
	Интерпретация исследуемой генеральной совокупности как смеси нескольких генеральных совокупностей. «Расщепление» этой смеси с помощью методов оценивания неизвестных параметров
	Методы расщепления смеси, дополненные оценками, полученными из частично обучающих выборок. Модификация методов кластер–анализа
	Параметрические методы дискриминантного анализа

	Различаемые генеральные совокупности заданы однозначным описанием соответствующих законов распределения
	Классификация при полностью описанных классах: различение статистических гипотез
	Обучающие выборки не нужны


Представление данных на статистическом языке иногда оказывается затруднительным. Эти трудности преодолеваются иногда за счет многошаговости процедуры путем попеременного использования статистического и эвристического подхода.

Статистические методы основываются на минимизации ошибки классификации 

. Эта ошибка представляет собой вероятность неправильной классификации поступившего на распознавание произвольного k– мерного объекта x:


 
(9.1) 

L – число классов.

Д()– функция, выполняющая классификационное решение 

;



 –априорная вероятность принадлежности произвольного объекта x классу l

. 
Иногда минимизируются ожидаемые потери




(9.2)



–потери, связанные с отношением объекта x к классу l в то время как 

.

Можно доказать, что (9.1) достигает min, если 
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(9.3)

где 

– плотность распределения класса 

 в k – мерном признаковом пространстве. Это бейесово правило классификации.

Пример применения правила классификации вида (9.3) для 

 приведен на рисунке 9.1: Д(
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	Рисунок 9.1 – Пример статистического подхода в распознавании образов


9.3 Распознавание образов с помощью линейной дискриминантной функции
Проблема распознавания образов возникает, когда исследователь делает некоторое число измерений, связанных с каким–то индивидуумом, и на основе этих измерений хочет отнести его к одной из нескольких категорий. Он не может непосредственно определить категорию, к которой относится индивидуум, и вынужден использовать эти измерения. Во многих конкретных ситуациях можно предположить, что имеется конечное число категорий (классов) или генеральных совокупностей, из которых мог быть взят рассматриваемый индивидуум, причем каждая из этих категорий характеризуется определенным законом распределения вероятностей для измерений. Т.е. индивидуум рассматривается как случайное наблюдение над этой генеральной совокупностью. Вопрос ставится так: как по результатам измерений определить, из какой генеральной совокупности взят данный индивидуум?

Для простоты предположим, что наблюдаемый индивидуум может относиться либо к генеральной совокупности 
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, либо – 
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. Отнесение к генеральной совокупности 
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 для конкретного индивидуума зависит от вектора результатов измерений 

. Разделим пространство наблюдений на две области: 
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 и 
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. Если наблюдение попадает в 
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, то отнесем индивидуум к генеральной совокупности 
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. При этом могут быть допущены ошибки: ошибка первого рода (индивидуум относится к генеральной совокупности 
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, а статистик относит его к 
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) и второго рода (индивидуум относится к генеральной совокупности 
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, а статистик относит его к 
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). Пусть "цена" ошибки первого рода с(2/1)>0, а второго рода с(1/2)>0.

Таблица содержит цены правильной и неправильной классификации. Ясно, что метод, определяющий хорошую классификацию, – это такой метод, который минимизирует цену ошибочной классификации. 

Таблица 9.1 – Цена правильной и неправильной классификации
	
	
	Решение 
	статистика
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	Генеральная совокупность
	
[image: image84.wmf]1

p

 

[image: image85.emf]p


2




2


	0

с(1/2)
	с(2/1)
0


Пусть 
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 – априорные вероятности того, что наблюдение ведется над индивидуумом из генеральной совокупности 
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. Пусть существуют и нам известны плотности распределения вероятностей, соответствующие генеральным совокупностям 
[image: image90.wmf]1

p

 и 
[image: image91.wmf]2

p

, и равны соответственно 

 и 

. Вероятность правильной классификации наблюдения из первой генеральной совокупности равна:
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где R– правило, разбивающее пространство наблюдений на области 
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, 
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Аналогично вероятность правильно классифицировать наблюдение, производимое над индивидуумом из 
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 равна:
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Вероятность неправильно классифицировать наблюдение, производимое над индивидуумом из 
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Вероятность неправильно классифицировать наблюдение, производимое над индивидуумом из 
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Средние потери, связанные с неправильной классификацией, равны:
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Они должны быть как можно меньше, т.е. нужно разбить пространство на такие две области 
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, чтобы эта величина была минимальной. Метод, который обеспечивает минимум при данных 
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 называется методом Байеса. Как же найти эти области 
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Если 
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 известны, то вероятность того, что при наблюдении над генеральной совокупностью 
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 каждая величина будет меньше соответствующей компоненты вектора 

, равна:
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Условная вероятность того, что наблюдение произведено над генеральной совокупностью 
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, при условии, что его результаты составляют – вектор x , равна:
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а для совокупности 
[image: image114.wmf]p

2

:



 

Для данного результата наблюдений x мы достигаем минимума вероятности неправильной классификации:


,

если выберем ту генеральную совокупность, которой соответствует большая условная вероятность. 

Тогда правило состоит в следующем (без учета 
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а с учетом цены неправильной классификации:
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Для случая двух многомерных нормальных генеральных совокупностей с равными ковариационными матрицами это правило известно под названием линейной дискриминантной функции.

Итак, пусть 
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– вектор среднего значения i–й генеральной совокупности, а 
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– ковариационная матрица каждой совокупности (i=1,2). Тогда i–я плотность распределения вероятностей равна:
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Если с(1/2)=с(2/1), 

, то k=1, 
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Член 
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 называется дискриминантной функцией.

Если у нас есть выборка из совокупности 
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, а ковариационную матрицу 
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 матрицей S, которую определим:
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получим следующее правило распознавания:
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9.4 Лингвистический подход в распознавании образов

В лингвистическом подходе к распознаванию признаками служат подобразы, называемые непроизводными элементами, а также отношения между ними, характеризующие структуру образа.

Для описания образов через непроизводные элементы и их отношения используется «язык» образов. Правила такого языка, позволяющие составить образы из непроизводных элементов называются грамматикой. При этом образ представляется некоторым предложением в соответствии с действующей грамматикой.

Для распознавания некоторого образа необходимо:

· определить его непроизводные элементы и отношения между ними;

· провести синтаксический анализ для установления согласования с грамматикой (этот анализ называется грамматический разбор).

Синтезировать грамматику можно, опираясь на априорные сведения об образах или на результаты анализа некоторого конечного множества репрезентативных образов (вывод грамматики).

Грамматика образов может быть использована:

1 для порождения предложений, представляющий некоторый образ;

2 для грамматического разбора предложений, цель которого состоит в определении соответствия их структуры применяемой грамматике.
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	Рисунок 9.2 – Схема лингвистического подхода в распознавании образов


Рассмотрим цервый пример использования грамматики образов для порождения предложений с помощью грамматики, интересной. с точки зрения обработки изображений. Порождение предложения начинается с некоторого начального символа S, принадлежащего некоторому множеству вспомогательных символов Vv. Правило, входящее в набор правил R некоторой грамматики, можно применить для преобразования начального символа S в некоторую цепочку символов, например 
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; VF –множество непроизводных символов. Предложение считается построенным, если оно состоит из непроизводных элементов. Например, для

 

и для набора правил 
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можно вывести предложения: 
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. В этом случае, если непроизводные элементы имеют вид, приведенный на рис.9.3а), а предложения – цепочка непроизводных элементов, приведенная на рис.9.3б), (конкатенация непроизводных элементов – головная часть присоединяется к хвостовой), тогда эта грамматика описывает четыре прямых угла.
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	Рисунок 9.3 – Схема лингвистического подхода в распознавании образов: 
а) непроизводных элементы; б) конкатенация непроизводных элементов


Рассмотрим второй пример использования грамматики образов. Распознать изображение, описываемое с помощью грамматики, значит определить представимо ли оно через непроизвольные элементы и их отношения, т.е. принадлежит ли оно к образам, задаваемым данной грамматикой. Если образ не определяется с помощью этой грамматики, то он или отклоняется, или для его анализа используется другая грамматика. При применении грамматического разбора снизу вверх дерево вывода должно быть восстановлено, начиная с терминальных элементов, т.е. правила применяются в обратном порядке. Общий метод такого разбора разработан в теории автоматов. Предложения, порожденные с помощью регулярных, бесконтактных, рекурсивно перечисленных грамматик и грамматик составляющих, допускаются конечными автоматами, автоматами с магазинной памятью, машинами Тьюринга и линейными ограниченными автоматами соответственно.

При разборе сверху вниз грамматические правила применяются в обычной последовательности, начиная с начального символа и до тех пор, пока анализируемое предложение будет или не будет обнаружено. 

Выбор непроизвольных элементов осуществляется на основе априорных сведений и интуиции. Если простое описание изображения не удалось построить, то может потребоваться смена непроизводных элементов.

Возможны трудности при отыскании непроизводных элементов на реальных изображениях.

Лингвистические методы используются при анализе фотографий, полученных с помощью пузырьковых камер, в материаловедении, медицине биологии, распознавании отпечатков, распознавании – речи, обнаружении дефектов промышленных объектов, машин, механизмов.

Тема 10 Иерархические системы распознавания образов

10.1 Персептрон

10.2 Переборная схема Бонгарда
10.3 Метод потенциальных функций
10.4 Общая схема коллектива решающих правил 

10.1 Персептрон

Персептрон – система распознавания образов, моделирующая зрительное восприятие живых организмов (рис.10.1). Автор – Розенблатт Ф. предложил его как модель мозга. Он состоит из множеств: S–элементов, реагирующих на сигналы внешней среды (называемого полем рецепторов, сетчаткой); ассоциативных А–элементов, связанных в единую сеть; R–элементов, выполняют эффективную роль. Связь между А и R–элементами регулируется изменяемой матрицей взаимодействия. Каждый элемент поля рецепторов может находиться в одном из 2–х состояний (1,0): возбужден или нет.
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Рисунок 10.1 – Структурная схема простейшего (трехслойного) персептрона

Матрица связей между S и А–элементами определяет, какие рецепторы связаны с определенным А–элементом и знак связи. Удачность выбора матрицы влияет на качество обучения и распознания

А–элементы суммируют сигналы и сравнивают результат с порогом 
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 определяет наличие и знак связи i–го рецептора с Aj–элементом. Выходные сигналы А–элементов 
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Этот сигнал поступает на вход R реализует пороговое правило принятия решения
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Существует большое число алгоритмов обучения персептрона с помощью итеративной процедуры коррекции весов 

. На каждом шаге обучения на вход персептрона подается изображение объекта одного из образов. В зависимости от принятого персептроном решения производится коррекция коэффициента 

. За конечное число шагов обучения можно научить персептрон надежно распознавать предъявляемые изображения. Например, обучение может состоять в том, что коэффициент 

 изменяется при ошибках персептрона. Если для 
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, то веса возбужденных А–элементов, для которых 

 увеличиваются, чтобы увеличивать r.

Обучение происходит под контролем учителя, который сообщает персептрону правильный ответ d(t) для любого входного вектора из обучающей выборки. Персептрон многократно проходит цикл обучения, состоящий:

· из предъявления вектора входных данных;

· вычисления ответа персептрона y(t);

· сообщения ему правильного ответа и корректировки весов связей.

Алгоритм обучения продолжает работу до тех пор, пока все входные векторы не будут правильно классифицированы. Скорость процесса обучения зависит от параметра обучения 
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. Он связан с минимизацией общей ошибки функционирования персептрона. 

Алгоритм обучения элементарного персептрона может быть записан следующим образом:

1. инициализировать веса и пороговые значения, как случайные числа из диапазона [–0.1;0.1];

2. выбрать очередной входной вектор x(t) из обучающей выборки;

3. рассчитать выходной сигнал персептрона
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4. выполнить коррекцию весов связей
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5. если не все векторы из обучающей выборки классифицированы правильно, то перейти к шагу 2, иначе конец. 

Если перцептрон действует по описанной схеме и в нем допускаются лишь связи, идущие от бинарных S–элементов к A–элементам и от A–элементов к единственному R–элементу, то такой перцептрон принято называть элементарным a–перцептроном. Обычно классификация d(t) задается учителем. Перцептрон должен выработать в процессе обучения классификацию, задуманную учителем.

О перцептронах было сформулировано и доказано несколько основополагающих теорем, приведем две, определяющие основные свойства перцептрона. Теорема 1. Класс элементарных a–перцептронов, для которых существует решение для любой задуманной классификации, не является пустым. {Эта теорема утверждает, что для любой классификации обучающей последовательности можно подобрать такой набор (из бесконечного набора) А–элементов, в котором будет осуществлено задуманное разделение обучающей последовательности при помощи линейного решающего правила.}. Теорема 2. Если для некоторой классификации d(t) решение существует, то в процессе обучения a –перцептрона с коррекцией ошибок, начинающегося с произвольного исходного состояния, это решение будет достигнуто в течение конечного промежутка времени. {Смысл этой теоремы состоит в том, что если относительно задуманной классификации можно найти набор А–элементов, в котором существует решение, то в рамках этого набора оно будет достигнуто в конечный промежуток времени.}

Обычно обсуждают свойства бесконечного перцептрона, т. е. перцептрона с бесконечным числом А–элементов со всевозможными связями с S–элементами (полный набор A–элементов). В таких перцептронах решение всегда существует, а раз оно существует, то оно достижимо и в a –перцептронах с коррекцией ошибок. Очень интересную область исследований представляют собой многослойные перцептроны и перцептроны с перекрестными связями, но теория этих систем практически еще не разработана.

10.2 Переборная схема Бонгарда
Переборная схема Бонгарда характеризуется тем, что решающая функция ищется в классе логических функций в виде дизъюнкции конъюнкций, определенных на описаниях объектов.

Эти методы не требуют априорной информации о характере функции распределения изображений в пространстве признаков; и допускают неполное описание (пропуски).

В персептроне каждый А–элемент реализует некоторую логическую функцию от признаков, связанных с этим А–элементом. Алгоритм «Кора» основан на поиске сочетаний признаков (дизъюнкций конъюнкций), которыми обладают объекты одного класса и не обладают объекты другого. Признаки класса образуются в виде конъюнкций, составленных из признаков исходного описания. Качество каждой конъюнкции как признака класса определяется числом объектов, на которых эта конъюнкция принимает единичное значение. При распознавании определяется число конъюнкций – признаков каждого класса, принимающих на конкретном объекте единичное значение. Объект относится к тому классу, для которого это число оказывается наибольшим.

Обучение алгоритма «Кора» состоит в следующем. Рассматривается произвольная конъюнкция. Подсчитывается число объектов каждого класса, на которых она принимает единичное значение (пусть это lj). Если для некоторого класса 
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. Алгоритм «Кора», как и другие логические методы распознавания образов, является достаточно трудоемким, поскольку при отборе конъюнкций необходим полный или частично направленный перебор. Суть алгоритма: отыскивание конъюнкций, голосующих за класс. Решение принимается по большинству голосов.
Иерархичность этих двух алгоритмов связана с тем, что во–первых, на первом нижнем уровне формируются обобщенные признаки (для персептрона – выходы А–элементов, а для алгоритма «Кора» – значения конъюнкций), на втором – принимается решение путем суммирования или голосования по этим обобщенным признакам; во–вторых, на первом уровне формируется много элементарных решений, а на втором эти решения взвешиваются и голосуют за различные образы. Образ, набравший больше голосов, является решением.

10.3 Метод потенциальных функций
К иерархическим алгоритмам можно отнести различные модификации метода потенциальных функций. Основная его идея. Каждая ситуация обучающей последовательности 
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, то разделяющая поверхность определяется левым потенциалом 
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Обучение состоит в том, что для Xi, распознаваемых неправильно, увеличивается потенциал. В качестве потенциальной функции 

 берут монотонно затухающую функцию 
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 – расстояние между точками X и Xi. Каждый элемент 
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 можно рассматривать как взвешенное элементарное решение нижнего уровня. Каждое слагаемое дает вклад (голос) элемента обучающей выборки за счет класс. Здесь голосует вся обучающая последовательность.

Следующим шагом к совершенствованию иерархических систем распознавания является синтез и обучение иерархии алгоритмов с учетом специфики решаемой задачи.

10.4 Общая схема коллектива решающих правил 

При рассмотренном голосовании могут принимать участие и традиционные алгоритмы распознавания образов, но при этом веса решающих правил фиксированы, не учитывается индивидуальные особенности распознаваемой ситуации.

Коллективом решающих правил назовем некоторое конечное подмножество 
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 множества всех возможных решающих правил, где. L – порядок коллектив решающих правил.

Общая схема коллектива решающих правил в задаче распознавания образов ставится так. Для индивида X принимается решение решающим правилом 

 (l=1,L), а коллективное решение на основе индивидуальных решений 

 – путем взвешивания 
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	Рисунок 10.2 – Структурная схема принятия коллективного решения


В распознавании образов решение S состоит в выборе номера A1... AM  для любого 
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Рассмотрим разновидности коллектива решающих правил.

1) Алгоритм голосования для S
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Недостаток алгоритма голосования: независимость весов 

 от ситуации X.

2) Выделение областей компетентности решающих правил из КРП
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(10.1)

Здесь Bl – область компетентности решающего правила Rl, как множество ситуаций X, для которых данное правило наиболее компактно, т.е. вероятность ошибки минимальна.

Это разновидность двухуровневой процедуры распознавания образов

1)  распознавание принадлежности X к Bl;
2)  решение Rl отождествляется с решением всего коллектива.

Основным в этой процедуре является обучение распознаванию областей компетентности Bl
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	Рисунок.10.3 – Структурная схема двухуровневой процедуры принятия коллективного решения


3). Можно построить следующее правило отнесения X к той или иной области компетентности
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где
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– коэффициент компетентности l–го решающего правила в ситуации X.

Можно строить области компетентности решающих правил (ОКРП), используя вероятностные свойства правил и восстановление плотности распределения вероятностей компетентности (или используя гипотезу компактности) и вводя потенциальные поверхности компетентности для каждого решающего правила. А также, заранее разбив на достаточно мелкие области, в которых в процессе обучения определить коэффициент компетентности 
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. Это метод априорного задания областей компетентности. Структурная схема коллективного принятия решения с обучением коллектива показана на рис.10.4. Под учителем понимается информация о принадлежности ситуации обучающей последовательности к классам.
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	Рисунок 10.4 – Структурная схема коллективного принятия решения с обучением коллектива


Тема 11 Введение в теорию временных рядов 

11.1 Адаптивные методы краткосрочного прогнозирования 

11.2 Метод экспоненциального сглаживания

11.3 Методы и технология реализации прогноза

11.4 Систематизация моделей анализа временного ряда
11.1 Адаптивные методы краткосрочного прогнозирования 

Совокупность наблюдений x(t1), x(t2),…,x(tn) исследуемой случайной величины, произведенных в последовательные моменты времени t1, t2,…,tn, называется временным рядом.

Временной ряд {x(t1), x(t2),…,x(tn)} отличается от последовательности наблюдений {x1, x2,…,xn}, образующих случайную выборку, тем, что члены временного ряда не являются ни статистически независимыми, ни одинаково распределенными. 
Среди математических методов хорошо зарекомендовали себя методы адаптивного прогнозирования. Сфера применения адаптивных моделей одномерного ряда довольна обширна. Они могут быть использованы для прогнозирования экономических показателей и конъюнктурных колебаний экономики, отдельных технико–экономических показателей, а в некоторых случаях и некоторых глобальных показателей [3, c.226]. Методы адаптивного прогнозирования применяются там, где основной информацией для прогноза является отдельный временной ряд.

Адаптивные модели изолированных рядов при всей их простоте могут давать надежные результаты. Основными свойствами адаптивных методов, обеспечивающими достаточно широкое поле для их приложения, являются следующие: а) адаптивное прогнозирование не требует обширной информации, оно базируется на интенсивном анализе информации, содержащейся в отдельных временных рядах; б) модель, описывающая структуру показателя и его динамику, как правило, имеет весьма ясный смысл и простую математическую формулировку; в) неоднородность временных рядов и их связей находит отражение в адаптивной эволюции параметров или даже структуры моделей.

Сказанное вовсе не означает, что адаптивные методы и модели могут заменить любые другие виды моделей. Эти методы пригодны лишь для обработки рядов с умеренными изменениями во времени. Они оказываются весьма грубыми при прогнозировании на большое число шагов вперед [3, c.4]. Отличие адаптивных моделей от других прогностических моделей состоит в том, что они отражают текущие свойства ряда и способны непрерывно учитывать эволюцию динамических характеристик изучаемых процессов.

Инструментом прогноза при адаптивном методе является модель. Первоначальная оценка параметров этой модели базируется на исходном временном ряде, который применяется и для последующей корректировки полученных параметров. На основе новых данных, получаемых на каждом шаге во времени, происходит дальнейшая корректировка параметров модели, их адаптация к новым, непрерывно изменяющимся условиям развития явления. Таким образом, модель постоянно «впитывает» новую информацию и приспосабливается к ней. Понятие модель используется в двух значениях: как модель временного ряда, выражающая закон генерирования членов ряда, и как прогнозная модель, или предиктор. Главное отличие этих двух типов моделей в том, что на выходе модели временного ряда фактические члены ряда, а на выходе прогнозной модели – оценки будущих членов ряда. Теоретически свойства предиктора исследуются в предположении, что он применен для получения прогнозов некоего процесса, генерируемого моделью, заданной аналитически.

На временной ряд воздействуют в разное время различные факторы. Одни из них по тем или иным причинам ослабляют свое влияние, другие воздействуют активнее. Таким образом, реальный процесс протекает в изменяющихся условиях, составляющих его внешнюю среду, к которой он приспосабливается, адаптируется. А модель, в свою очередь, адаптируется к ряду, представляющему этот процесс. Поскольку мы рассматриваем варьирующие, нестационарные ряды, т.е. ряды, у которых уровень, скорость линейного роста и прочие характеристики не остаются постоянными во времени, модель будет всегда находиться в движении. Образно говоря, процесс адаптации модели к ряду можно было бы назвать «гонкой за лидером» [3, с.8].

Стоит заметить, что адаптация модели к ряду относительно действующих факторов происходит на основе имеющихся реальных данных. Адаптации к факторам, действующим в прогнозируемый период, быть не может. Если на период Т=[tнач, tкон] известны реальные значения ряда, и в этот период происходило действие каких–либо факторов, то модель будет адаптироваться к ряду относительно этих факторов. Теперь предположим, что составляется прогноз на [tкон +1, τ] единиц времени вперед. Он будет составлен с учетом адаптации модели к факторам, действующим на период [tнач , tкон]. Предположим, что в момент времени tкон +n < τ случайно возникнет какой–либо действующий на ряд фактор f. Однако, прогноз на период [tкон +n+1, τ] от точки t= tкон будет происходить без учета этого фактора, так как не представляется возможным выполнить адаптацию к данному фактору на неизвестном периоде [tкон +1, tкон +n].

Из выше сказанного следует вывод, что при применении адаптивных методов прогнозирования необходима некоторая стационарность среды на прогнозируемом участке. То есть, если на момент времени t составляется прогноз для точки m отстоящей от t на τ единиц времени то на временном отрезке [tкон +1, τ] предполагается действие тех же факторов, что и на [tнач , tкон] и не предполагается действие иных факторов.

У истоков адаптивного направления лежит простейшая модель экспоненциального сглаживания. Модификации и обобщения этой модели привели к появлению целого семейства адаптивных моделей с различными свойствами.

Остановимся на основных особенностях методов адаптивного моделирования. Прежде всего, отметим, что все рассматриваемые модели имеют жесткий алгоритм поведения. Однако, как известно, система может быть механистической по своей природе и обнаруживать, тем не менее, адаптивные свойства. Адаптация в данных моделях слагается из небольших дискретных сдвигов. В основе процедуры адаптации лежит метод проб и ошибок, который совершенно справедливо считается универсальным путем выработки нового поведения.

Последовательность процесса адаптации в основном выглядит следующим образом (рис. 11.1). 
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	Рисунок 11.1 – Общая схема определения весов в прогнозе временного ряда


Пусть модель находится в некотором исходном состоянии (т. е. определены текущие значения ее коэффициентов) и по ней делается прогноз. Выжидаем, пока истечет одна единица времени (шаг моделирования), и анализируем, насколько далек результат, полученный по модели, от фактического значения ряда. Ошибка прогнозирования через обратную связь поступает на вход системы и используется моделью, в соответствии с ее логикой для перехода из одного состояния в другое с целью большего согласования своего доведения с динамикой ряда. На изменения ряда модель должна отвечать «компенсирующими» изменениями. Затем делается прогноз на следующий момент времени, и весь процесс повторяется. Таким образом, адаптация осуществляется итеративно с получением каждой новой фактической точки ряда [3, с.11].

11.2 Метод экспоненциального сглаживания

Предположим, что исследуется временной ряд xt. Выявление и анализ тенденции динамического ряда часто производится с помощью его выравнивания или сглаживания. Экспоненциальное сглаживание – один из простейших и распространенных приемов выравнивания ряда. В его основе лежит расчет экспоненциальных средних [3, с.17].

Экспоненциальное сглаживание ряда осуществляется по рекуррентной формуле
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(11.1)

где St – значение экспоненциальной средней в момент t; λ – параметр сглаживания; λ = const, 0 < λ < 1; β = 1 – λ.

Многократное экспоненциальное сглаживание.

Если к результату простого экспоненциального сглаживания вновь применить ту же процедуру, то получим оператор сглаживания второго порядка:
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В общем случае для многократного экспоненциального сглаживания определен оператор n–го порядка:
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Постановка задачи и алгоритм прогноза

Воспользуемся для построения прогнозной модели временного ряда методом адаптивного прогнозирования путем аппроксимации полиномиальных трендов с помощью многократного сглаживания. Проблему прогнозирования можно определить как задачу оценивания по данной последовательности чисел, взятых из какого–либо временного ряда, последующих значений того же ряда.

Пусть в последовательности дискретных наблюдений каждое значение на t шаге представляет собой сумму:

xt = ζt + εt, 
(11.3)

где ζt – регулярная составляющая изучаемого процесса; εt – аддитивная случайная помеха, имеющая нормальный закон распределения с нулевым математическим ожиданием и дисперсией σ11.
Условимся называть регулярную составляющую ζt моделью процесса и будем задавать ее в виде полинома n–го порядка:
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(11.4)

Задача предсказания значения 
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, отстоящего на τ шагов от последнего наблюдавшегося значения xt включает следующие этапы:

Этап 
1) выбор модели процесса, т. е. определение порядка полинома в формуле (11.4);

Этап 
2) вычисление оценок коэффициентов модели по значениям, наблюдаемым на интервале Т с дискретностью Δt;

Этап 
3) использование полученной модели для предсказания (прогноза) значения 
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;

Этап 
4) оценивание точности предсказания.

11.3 Методы и технология реализации прогноза

Теорема 1. (Основная теорема экспоненциального сглаживания). Прогнозируемое значение 
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 можно выразить с помощью ряда Тейлора для t–го наблюдавшегося значения :
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где 
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 – оценка величины 
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; τ – количество интервалов от последнего наблюдавшегося значения до предсказываемого значения.

Из сравнения формул (11.4) и (11.5) следует, что неизвестные коэффициенты α, – представляют собой соответствующие производные переменной х в момент наблюдения времени t. Значения производных можно определить, пользуясь сглаженными величинами.

Основная теорема экспоненциального сглаживания позволяет получить оценки n+1 коэффициентов (производных) в полиномиальной модели n–го порядка как линейную комбинацию результатов первых n+1 порядков сглаживания.

Теорема 2. Если ряд наблюдений xt представлен моделью 
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, то существует система n+1 уравнений связывающих сглаженные величины St[p] с производными 
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где p=1,..,n+1; 
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Решение этой системы дает выражения для производных в виде линейных комбинаций сглаженных данных.

Поэтапная технологическая реализация алгоритма выглядит следующим образом:

Этап 1) Выбор модели.

Выбор модели связан с распределением детерминированной и случайной составляющих в ряде данных. Для определения порядка полинома на основе выборки вычисляют разности первого порядка Δx[t] = xt+1 – xt если они колеблются около нуля, то данные можно аппроксимировать постоянной величиной. Если среднее разностей первого порядка отлично от нуля, а для разностей второго порядка Δx2[t] = Δx[t+1] – Δx[t] оно равно пулю, то данные представляют с помощью линейного закона. Вообще, если среднее разностей (n–1)–го порядка отлично от нуля, а среднее разностей n–го порядка равно нулю, то моделью служит полином (n–1)–й степени, причем среднее значение разности (n–1)–го порядка может служить начальной оценкой коэффициента при старшем члене полинома. Если наблюдается систематический рост разностей, то возможно, что данные описываются экспонентой. Для проверки необходимо оценить отношение двух соседних наблюдений. При экспоненциальном законе процентный рост данных должен быть постоянным. Экспоненциальная модель xt = eλt приближенно может быть заменена полиномиальной моделью (1+r)t, где r – относительный прирост данных.

Однако, выбор порядка полинома – важная проблема, решение которой не всегда столь очевидно. Часто встает вопрос: не предпочтительнее ли брать “на всякий случай ” более сложную модель и полагаться на ее свойства адаптировать свои параметры?

Поэтому, выбирать структуру модели нужно не только на основе расчета разностей, но и на основе визуального анализа графика процесса, априорных знаний характера и законов развития, метода проб.

Для адаптивной полиномиальной модели первого порядка (n=1) полином выглядит следующим образом:
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Для адаптивной полиномиальной модели второго порядка (n=2) полином выглядит следующим образом:
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Этап 2) Вычисление оценок коэффициентов модели.

Экспоненциальные средние:
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Используя теоремы экспоненциального сглаживания и решая полученную систему получаем оценки коэффициентов:

Для адаптивной полиномиальной модели первого порядка (n=1):
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Для адаптивной полиномиальной модели второго порядка (n=2):
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Этап 3) Прогнозирование. 

После того как получены оценки коэффициентов модели, может быть вычислена оценка будущего наблюдения (прогноз).

Для адаптивной полиномиальной модели первого порядка (n=1):
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Для адаптивной полиномиальной модели второго порядка (n=2):
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Этап 4) Оценка точности.

Для оценки точности в случае линейной (1–го порядка) и квадратичной (2–го порядка) моделей процесса можно вычислить дисперсии ошибки предсказания:

Линейная модель
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Квадратичная модель
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где 
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 – дисперсия шума; λ – постоянная сглаживания, β = 1 – λ; τ – количество интервалов между последним наблюдавшимся значением 
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 и предсказываемым значением.

11.4 Систематизация моделей анализа временного ряда
Как и большинство других видов анализа, анализ временных рядов предполагает, что данные содержат систематическую составляющую (обычно включающую несколько компонент) и случайный шум (ошибку), который затрудняет обнаружение регулярных компонент. Большинство регулярных составляющих временных рядов принадлежит к двум классам: они являются либо трендом, либо сезонной составляющей (рисунок 11.2, 11.3). Тренд представляет собой общую систематическую линейную или нелинейную компоненту, которая может изменяться во времени. Уравнение тренда находят, используя метод наименьших квадратов, а трендовые значения – подстановкой в найденное уравнение последовательных значений X. Сезонная составляющая – это периодически повторяющаяся компонента. Один из наиболее простых методов нахождения средних характеристик сезонности и очищения ряда от сезонности состоит в вычислении индексов сезонности. Оба эти вида регулярных компонент часто присутствуют в ряде одновременно. Например, продажи компании могут возрастать из года в год, но они также содержат сезонную составляющую (как правило, 25% годовых продаж приходится на декабрь и только 4% на август). Также существует определенный тип модели временного ряда, в которой амплитуда сезонных изменений увеличивается вместе с трендом. Такого рода модели называются моделями с мультипликативной сезонностью. Вообще среди всего многообразия моделей различают: гладкий ряд, ряд с сезонными колебаниями,  ряд с циклическими и отсутствием сезонных колебаний, ряд с сезонными циклическими колебаниями, ряд с длинными циклическими, экономическими и сезонными колебаниями. Оценку будущих членов ряда обычно делают по прогнозной модели. Прогнозная модель – это модель, аппроксимирующая тренд. Аппроксимация же производится по методу колебаний вокруг тренда без точек перегиба и методу процента средней и средних циклов. Среди математических методов анализа данных хорошо зарекомендовали себя методы адаптивного прогнозирования. Сфера применения адаптивных моделей одномерного ряда довольна обширна. Они могут быть использованы для прогнозирования экономических показателей и конъюнктурных колебаний экономики, отдельных технико–экономических показателей, а в некоторых случаях и глобальных показателей.
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	Рисунок 11.2– Систематизация моделей анализа временного ряда
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	Рисунок 11.3– Систематизация задач анализа временных рядов
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Тренды – общее направление и динамика временного ряда





Сезонные колебания





2. Анализ временного ряда





Циклические колебания





� EMBED PBrush  ���





Детерминированный временной ряд – значение членов временного ряда определяется математической функцией





Случайный временной ряд – значение членов ряда могут быть описаны с помощью распределения вероятностей





Дискретный временной ряд – время изменяется дискретно
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